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RESUMO

A evasão estudantil é um desafio significativo em diferentes níveis de ensino, e seu

impacto direto afeta tanto os alunos quanto as instituições de forma abrangente. Isso se

deve ao considerável investimento feito em infraestrutura e corpo docente, que acaba

resultando em perdas quando ocorre a evasão. Diante dessa realidade, o objetivo

deste trabalho é realizar uma análise detalhada por meio de um estudo de caso sobre

a evasão de alunos nos cursos de graduação oferecidos pelo Instituto Federal do

Espírito Santo, no Campus Cachoeiro de Itapemirim. Na qual foram preparados e

normalizados para serem divididos em bases de treinamento e teste para em seguida

serem aplicados e identificar entre os algoritmos de Machine Learning DecisionTre-

eClassifier, RandomForestClassifier e MLPClassifier qual tem melhor desempenho

para serem avaliados. O Algoritmo RandomForestClassifier destacou entre e os três

algoritmos e foi aplicado a métricas posteriores como acurácia e precisão para realizar

um entendimento da assertividade e desempenho do algoritmo em relação a base,

determinando assim o potencial de permanência dos alunos.

Palavras-chave: Aprendizado de máquina, Evasão Estudantil, Análise de Dados.



ABSTRACT

Student dropout is a significant challenge at different levels of education, and its direct

impact affects both students and institutions across the board. This is due to the

considerable investment made in infrastructure and teaching staff, which ends up

resulting in losses when dropout occurs. Given this reality, the objective of this work

is to carry out a detailed analysis through a case study on the dropout of students in

undergraduate courses offered by the Federal Institute of Espírito Santo, at Campus

Cachoeiro de Itapemirim. In which they were prepared and normalized to be divided

into training and test bases to then be applied and identify among the Machine Learning

algorithms DecisionTreeClassifier, RandomForestClassifier and MLPClassifier which

has the best performance to be evaluated. The RandomForestClassifier Algorithm stood

out between and the three algorithms and was applied to later metrics such as accuracy

and precision to understand the assertiveness and performance of the algorithm in

relation to the base, thus determining the potential of students to remain.

Keywords: School Dropout, Machine Learning, Data Science, Dropping-out
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1 INTRODUÇÃO

A temática da evasão é uma realidade recorrente da educação no Brasil e em diversas

partes do mundo, o estudo deste acontecimento tem sido alvo de diversas pesquisas

a fim de compreender quais são os motivos que levam um aluno a deixar seu curso.

Vem sendo tema de diversos estudos no Brasil sendo que a partir de 1972, o assunto

começou a despertar a preocupação das Universidades Públicas e o interesse do

Ministério da Educação (MARTINS, 2018).

Pode ser definida também como a saída definitiva do aluno de seu curso de origem

(ADACHI, 2009). A Evasão Escolar é um problema que vem preocupando as instituições

de ensino em geral, sejam públicas ou particulares, pois a saída dos alunos provoca

graves consequências sociais, acadêmicas e econômicas (BAGGI; LOPES, 2011).

Considerando que a evasão estudantil é um desafio global, onde muitos estudantes

abandonam seus cursos, acarretando em perdas significativas, é evidente que tanto

no setor público quanto no privado há um desperdício de recursos. No setor público,

ocorre um investimento de recursos públicos sem retorno, enquanto no setor privado há

a perda de receitas. Em ambas as circunstâncias, há um desperdício de professores,

funcionários e infraestrutura.

Com isso o problema pode ser percebido em todos os níveis de ensino, sendo impor-

tante destacar que hoje a evasão estudantil é considerada um dos principais problemas

da educação brasileira (SILVA; MONTEJUNAS; HIPóLITO, 2007), que pode ser com-

preendida como a interrupção do curso por parte do aluno, por diversos motivos. Como

indicado por (RODRIGUES et al., 2018), um aluno evadido é aquele que realiza a

matrícula, mas não inicia as atividades propostas, ou aquele que inicia o curso, porém

desiste antes de cumprir todos os requisitos necessários para obter a titulação.

No contexto atual, é necessário coletar estatísticas sobre a evasão estudantil nas

instituições de ensino. No âmbito do setor público federal, é possível utilizar a plataforma

Nilo Peçanha (PNP), disponibilizada pelo Ministério da Educação. Essa plataforma

tem como objetivo ser um ambiente virtual para coleta, validação e divulgação de
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estatísticas relacionadas às instituições públicas federais.

O presente trabalho tem como objetivo realizar uma análise da evasão estudantil

no Instituto Federal do Espírito Santo, Campus Cachoeiro de Itapemirim. Observa-

se que existem diversos fatores que contribuem para a evasão, tais como questões

metodológicas, falta de materiais adequados e medidas de desempenho. Em 2019, o

IFES Campus Cachoeiro registrou uma taxa de evasão de 15,5% (PNP, 2023).

A análise das causas ou conjunto de causas que levam o aluno a evadir pode ser

feita através de questionários, como abordado no trabalho de (GUERRA; FERRAZ;

MEDEIROS, 2019) a qual submete um questionário a uma determinada quantidade de

alunos que evadiram o curso superior de tecnologia em gestão pública.

Contudo, é frequente a utilização de questionários para coletar dados específicos, no

entanto, muitas vezes esse processo pode ser demorado, envolvendo várias etapas,

como elaboração, validação, aplicação e tabulação dos dados. Isso pode resultar em

problemas, como a demora na obtenção dos dados ou a possibilidade de um viés

nos resultados, dificultando a compreensão dos motivos que levam os alunos a evadir.

Embora haja casos em que questionários possam ser eficazes, desde que validados e

aplicados corretamente, existem métodos mais eficientes para obter essas informações.

Para isso serão utilizados recursos do Machine Learning, que em tradução literal é o

aprendizado de máquina, que segundo (KHAN et al., 2010) essa técnica constrói auto-

nomamente um classificador através da aprendizagem de características de categorias

de um conjunto de dados pré-classificados.

É notória a necessidade de entender o perfil do aluno propenso a evadir pois é possível

que a instituição adote medidas para evitar e diminuir a saída de alunos da instituição,

o que a longo prazo gerará benefícios para si mesma, aos alunos e a sociedade.

Observando que a evasão estudantil trata-se de um problema que necessita de grande

atenção por parte das instituições de ensino, este estudo visa realizar uma análise de

qual é o perfil de um aluno passível de evadir, levando em consideração que a evasão

estudantil está relacionada a muitos fatores influenciadores como fatores externos as
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instituições, fatores internos e fatores individuais como definido por (MINISTERIO DA

EDUCACAO, 2016).

A evasão pode ser definida como um fenômeno educacional complexo, com a in-

terrupção do ciclo de estudos e se tornando, ao longo do tempo, em um problema

preocupante e recorrente em todos os tipos de instituições de ensino. Pela visão da

instituição, a evasão pode ser entendida como a perda de alunos nos diversos níveis

de ensino, provocando inúmeras consequências sociais, acadêmicas e econômicas

(CUNHA; MORISINI, 2013).

Dessa forma, o presente estudo basear-se-á na análise qualitativa de variáveis se-

lecionadas, considerando as informações coletadas dos alunos do IFES Campus

Cachoeiro de Itapemirim. Para isso, será utilizado o Machine Learning, que buscará

identificar correspondências e padrões entre essas informações. Com base nesses

dados, será possível traçar e compreender o perfil de um aluno que possivelmente

terá tendência a evadir. Essa busca por correspondências entre uma estrutura teórica

específica e os dados obtidos é conhecida como "pattern-matching", conforme definido

por (FIGUEIREDO; SALLES, 2015).

É possível analisar o perfil dos alunos propensos à evasão por meio de questionários,

embora isso demande muito trabalho e tempo, sem garantia de resultados satisfatórios.

No entanto, o uso do Machine Learning pode oferecer resultados mais eficazes do

que os questionários. Ao coletar dados da base acadêmica da instituição e identificar

padrões, é possível compreender melhor o potencial de permanência do aluno. Dessa

forma, a instituição pode tomar conhecimento da situação desse aluno e adotar medidas

apropriadas.

O estudo do tema está inserido em uma discussão que considera o compromisso

institucional de uma escola com as questões e os problemas de seu tempo e as pers-

pectivas de futuro projetadas para a sua realidade. É observado que no intervalo entre

o ingresso e titulação do estudante encontra-se uma interação necessária de reconstru-

ção na busca de se entender sobre as escolas e as dificuldade nelas encontradas e as

questões relacionadas aos estudantes como explica (GONCALVEZ; TUDE; JUNIOR,
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2019).

O estudante pode evadir por diversos motivos que podem até mesmo estar relacionados

com o próprio discente, tais como imaturidade, desconhecimento ou insuficiência de

informações sobre o curso em que ingressou, dificuldade de adaptação ao meio

acadêmico, problemas financeiros, familiares ou, ainda, insatisfação com o sistema de

ensino ou, até mesmo, descontentamento com a profissão escolhida como abordado

por (BARLEM et al., 2012).

Diante disso, a intensão é a análise de convergência utilizando a informação, não com

algo subjetivo que possa ter uma influência emocional no processo, como pode ocorrer

em questionários, pois os mesmos possuem alto índice de informações subjetivas, pois

irá sempre depender de quem os responde, mas a intensão é uma análise de dados

concreta com informações sem possíveis interferências externas.

1.1 OBJETIVOS

1.1.1 Objetivo Geral

O objetivo principal desta pesquisa é analisar o potencial de permanência de um aluno

com base nos dados fornecidos da instituição de ensino, utilizando técnicas de Machine

Learning para uma análise dos dados.

1.1.2 Objetivos Específicos

• Realizar levantamento bibliográfico a fim de conhecer os possíveis motivos e causas

quanto a evasão;

• Analisar métodos estatísticos e heurísticos que apresentam melhor a convergência

para resolução do problema;

• Preparação do conjunto de dados do IFES Campus Cachoeiro a partir das variáveis

analisadas e adquiridas;
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• Analisar, no conjunto de dados disponível as características, que contribuem para

uma melhor convergência do problema;

• Avaliar os resultados obtidos com a análise;
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2 REFERENCIAL TEÓRICO

2.1 EVASÃO ESTUDANTIL

A evasão estudantil como um fato extremamente complexo que ocorre em diversos

tipos de instituições afetando todo o sistema educacional como um todo, bem como o

desenvolvimento humano, pois ocorre em diferentes níveis de ensino como descreve

(CUNHA; MORISINI, 2013). E é compreendida como um fenômeno educacional

complexo, com a interrupção do ciclo de estudos e tendo se tornado, ao longo do

tempo, em um problema preocupante e recorrente em todos os tipos de instituições de

ensino para (GONCALVEZ; TUDE; JUNIOR, 2019).

Podendo ser entendida como o abandono do aluno durante o seu processo de formação,

os índices de evasão têm sido alvo de severas críticas por parte de estudiosos e

especialistas em educação e em economia, podendo ser mais evidente na educação

básica que na educação superior, e mais nos países desenvolvidos que no Brasil como

informado pela autora (LOBO, 2012).

A evasão é um fenômeno social complexo e com distintas definições, é considerado

evadido o estudante que se desligou do curso superior em situações diversas como:

abandono deixando de realizar matricula, desistência oficial (cancelamento de ma-

trícula), transferência ou mudança de curso, exclusão por norma institucional para

(ANDIFES, 1996).

Há três situações em que a evasão de curso pode ocorrer: quando o aluno muda de

curso, mas permanece na Instituição de Ensino(IES); quando o aluno muda para outro

curso de outra Instituição de Ensino; ou quando o aluno abandona a educação superior.

Pode-se observar nestas que a evasão de curso pode também implicar em evasão da

IES, ou ainda implicar em evasão do sistema em si conforme afirma (LOBO, 2012).

Em 1930 no regime republicano não se conseguia adequar os alunos de baixa renda,

colocando a responsabilidade neles. Em 1960 se assegurou a oferta do ensino fun-

damental a fim de garantir a formação mínima aos trabalhadores, na época a evasão
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escolar se tornou foco e preocupação do estado, pois a medida que o aluno evadia

gerava altos custos ao governo. Em um determinado momento tentou-se culpar o aluno

pelo fracasso escolar, mas o problema da evasão não se pode culpar o aluno, a família

ou professores como afirma (TROMBINI; OLEGáRIO; LAROQUE, 2017).

Ela pode estar atrelada a duas causas como a falta de interesse do aluno por fatores

determinantes e atenuantes ou a falta de conhecimento em uma determinada área

de estudo que o aluno possivelmente não se identifica, pode ocorrer devido a falta

de incentivo familiar ou fatores financeiros. Por muitas vezes a falta de incentivo e

interesse do aluno podem ser fatores determinantes para a permanência ou não desse

aluno para (SAMPAIO et al., 2011).

Em determinados casos a evasão indica falhas no processo de ensino e ineficácia nos

serviços prestados, representando desperdícios financeiros pois utiliza uma estrutura

física e acadêmica que atenderia a um grupo inicial e acaba se destinando a um

quantitativo menor de alunos. A evasão pode provocar desperdício de capacidade

voltada à formação e capacitação de pessoas, menor eficiência produtiva das empresas,

perda de competitividade nacional e carência de mão de obra especializada conforme

dito por (SILVA; MONTEJUNAS; HIPóLITO, 2007).

A evasão pode ser definida de algumas formas como microevasão, mesoevasão e

macroevasão. Microevasão que ocorre quando o aluno deixa o curso de origem, mas

permanece em instituições de ensino superior (IES). Mesoevasão quando o aluno sai

da instituição de ensino mas continua a cursar ensino superior. Macroevasão que é a

saída do aluno da educação superior como definido por (GILIOLI, 2016).

Ainda assim o autor a afirma mais uma forma de evasão chamada nanoevasão que

é aquela na qual o estudante pode permanecer no mesmo curso e IES, contudo,

transfere-se para outro campus, turno, modalidade de ensino (presencial ou EaD) ou

formação (licenciatura ou bacharelado), a evasão desses alunos ocorre em diferentes

etapas do curso como sendo o mais comum o primeiro ano de curso e relativamente

no segundo ano evidenciado por (GILIOLI, 2016).

É considerado evasão a não conclusão do curso do aluno por qualquer motivo, pode ser



25

considerado um aluno evadido aquele que fez sua matrícula e não inicia as atividades

do curso e/ou aquele que inicia o curso, mas desiste antes de concluir todos os

requisitos para obtenção da titulação (RODRIGUES et al., 2018).

Muitos estudos de retenção de estudantes vem sendo desenvolvidos durantes os anos

e (COSTA; GOUVEIA, 2018) afirma que os estudos sobre evasão estudantil começaram

nos anos de 1995 a 1996 por meio de um comissão criada pela Secretaria de Educação

Superior do Ministério da Educação e Desporto (SESU/MEC), que avaliou boa parte

das instituições federais de ensino superior quanto ao índice de diplomação, retenção

e evasão de alunos de graduação.

2.2 FATORES QUE INFLUENCIAM NA EVASÃO ESTUDANTIL

Diversos fatores podem levar a evasão, para (KOZELSKI; HAMMERSCHMIDT, 2009) a

evasão pode ter muitas causas como internas e externas. As internas estão ligadas as

questões da instituição como o corpo docente, metodologias e a escolha adequada do

curso entre outras coisas. Já as internas estão ligadas as necessidades pessoais do

aluno, como condições econômicas, problemas psicológicos e familiares.

Os fatores que influenciam na evasão escolar em três ordens: relacionados ao próprio

estudante; relacionados ao curso ou a instituição, fatores socioculturais e econômicos

externos por (ANDIFES, 1996).

Algumas causas da evasão estudantil a localização da instituição, problemas estru-

turais do curso, ausência de laços afetivos com a instituição, ausência de integração

da universidade com a educação básica, metodologia de ensino adotada, escolha

inadequada da carreira acadêmica, razões econômicas, falta de informações sobre o

curso que irá ingressar (FERREIRA; BACCARIN, 2016).

Não existe um consenso de que o histórico social desempenha papel relevante na

evasão escolar, a maioria dos estudos é voltado para cursos de bacharelado e não

tem preocupação com outros programas de ensino superior, o fracasso acadêmico

ainda no primeiro ano do ensino superior e o comportamento do abandono ainda são

desconhecidos (HERBAUT, 2019).
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2.3 INSTITUTO FEDERAL DO ESPÍRITO SANTO

O Instituto Federal do Espírito Santo (IFES) resultou da união de quatro instituições

federais de educação: o Centro Federal de Educação Tecnológica do Espírito Santo

(Cefetes), a Escola Agro técnica Federal de Alegre, a Escola Agro técnica Federal de

Colatina e a Escola Agro técnica Federal de Santa Teresa. Em dezembro de 2008, a

Lei nº 11.892, sancionada pelo então presidente Luiz Inácio Lula da Silva, criou 38

institutos federais de educação, ciência e tecnologia no país (IFES, 2023).

O Instituto Federal do Espírito Santo oferece uma ampla gama de cursos, desde técni-

cos até doutorado, e possui mais de 35 mil alunos. São oferecidos 98 cursos técnicos,

66 cursos de graduação, 34 cursos de pós-graduação em nível de especialização e

aperfeiçoamento, 12 mestrados e 1 doutorado profissional. Com 22 campi em funciona-

mento, incluindo o Centro de Referência em Formação e Educação a Distância (Cefor),

além de 3 campi em implantação, o IFES está presente em todas as microrregiões do

Espírito Santo. O Instituto também possui 49 polos de educação a distância no estado,

bem como o Polo de Inovação e a Cidade da Inovação (IFES, 2023).

Em 1º de agosto de 2015, o IFES, Campus Cachoeiro de Itapemirim, celebra 10 anos

desde a abertura dos cursos de educação profissional técnica de nível médio em

Mineração e Eletromecânica, ocorrida em 1º de agosto de 2005. Em 2009, foram

implantados o curso de Educação Profissional Técnica de Nível Médio, oferecido de

forma integrada com o Ensino Médio em Informática e Eletromecânica, além do curso

superior de Licenciatura em Informática a distância.

Em 2010, foi iniciado o curso superior de Licenciatura em Matemática, seguido pelo

curso superior de bacharelado em Engenharia Mecânica em 2013 e, mais recentemente,

o curso superior de bacharelado em Sistemas de Informação em 2014 (IFES, 2023).

2.3.1 Indicadores do Instituto Federal do Espírito Santo

Os dados indicados nessa seção foram retirados da Plataforma Nilo Peçanha (PNP) de

2020 formulado com base no ano de 2019, selecionando o campo "Instituição"como

IFES e o campo "Tipo de Curso"selecionando os cursos pertencentes ao IFES campus

Cachoeiro.
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A PNP é um ambiente virtual de coleta, validação e disseminação das estatísticas

oficiais da Rede Federal de Educação Profissional, Científica e Tecnológica da rede

federal de ensino e tem como objetivo reunir dados relativos ao corpo docente, discente,

técnico-administrativo e aos gastos financeiros das unidades da rede federal, para

fins de cálculo dos indicadores de gestão monitorados pela Secretaria de Educação

Profissional e Tecnológica do Ministério da Educação (SETEC/MEC).

O IFES possui 22 unidades, 299 cursos e até então 33.112 matrículas, 12.783 ingres-

santes, 6.868 concluintes, 14.088 vagas e 64.516 inscritos entre cursos de graduação.

O IFES Campus Cachoeiro possui 16 cursos e até então 2.035 matrículas, 522 in-

gressantes, 208 concluintes, 514 vagas e 2.123 inscritos (PNP, 2023). O Quadro 1

dispõe sobre a distribuição geral dos cursos no IFES e no IFES Campus Cachoeiro de

Itapemirim.

Quadro 1 – Distribuição de cursos IFES 2019

Unidades Cursos Matrículas Vagas Inscritos Concluintes Ingressantes
Geral 22 329 33.112 14.088 64.516 6.868 12.783
IFES Cachoeiro 1 16 2.035 514 2.123 208 522

Fonte:(PNP, 2023)

O Quadro 2 Distribuição entre os cursos superiores abordados neste trabalho do IFES

Campus Cachoeiro no ano base 2019 Os cursos de bacharelado são 3, e no ano de

2019 foram 517 matrículas, 113 ingressantes, 42 concluintes, 106 vagas e 295 inscritos;

2 cursos são de licenciatura com 581 matrículas, 43 ingressantes, 14 concluintes, 41

vagas e 114 inscritos. Por fim, são 7 cursos ténicos, 847 matrículas, 296 ingressantes,

152 concluintes, 297 vagas e 1.182 inscritos.

Quadro 2 – Distribuição de cursos IFES Cachoeiro em 2019

Curso Matrículas Vagas Inscritos Concluintes Ingressantes
Bacharelado 3 517 106 295 42 113
Especialização (Lato Sensu) 1 3 90 70 532 70
Licenciatura 2 581 41 114 14 43
Técnico 7 847 297 1.182 152 296

Fonte: (PNP, 2023)
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2.4 TECNOLOGIAS PARA O DESENVOLVIMENTO

2.4.1 Python

O Python está se estabelecendo como uma das linguagens mais populares para

computação científica, por causa da sua natureza interativa de alto nível e seu ecocos-

sistema em desenvolvimento de bibliotecas científicas, é uma escolha atraente para o

desenvolvimento de algoritmos e a análise exploratória de dados, quando se fala em

Machine Learning para seu desenvolvimento sempre a linguagem Python está atrelada

conforme (DUBOIS, 2007).

O referido tema será trabalhado juntamente com o Python, mas para esse desen-

volvimento também poderia utilizar a linguagem R que é amplamente usada para

manipulação de dados assim como o Python, pois a finalidade é trabalhar com uma

linguagem de propósito geral a qual tenha maior flexibilidade para se estar aplicando.

Quando se utiliza Python para manuseio de dados com o machine learning é essen-

cial o uso de bibliotecas voltadas a essa utilização como PyTorch e o Tensorflow por

exemplo.

Uma das muitas bibliotecas de Machine Learning do Python para se trabalhar com

análise de dados é o Pytorch sendo uma biblioteca de aprendizado profundo que é

concentrado na usabilidade ou na velocidade, ela fornece um estilo de programação

imperativo, torna a depuração fácil e é consistente com outras bibliotecas de computa-

ção científica popular oferecendo suporte a aceleradores de hardware (PASZKE et al.,

2019).

Para manipulação de dados no Python pode-se fazer uso de uma biblioteca bastante

conhecida para esta manipulação chamada Pandas. Segundo (MCKINNEY, 2012) o

Pandas é uma biblioteca do Python que fornece estruturas de dados rápidas, flexíveis e

expressivas projetada para manipular dados relacionais ou rotulados fáceis e intuitivos,

tendo com objetivo ser um bloco de construção fundamental de alto nível para fazer

análises de dados práticas.
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2.4.2 Análise de dados

A análise de dados no seu processo é desenvolvido várias etapas para se obter

significação aos dados coletados (PASZKE et al., 2019). O propósito desse trabalho

se dará a partir da análise dos dados coletados do Instituto Federal do Espírito Santo

Campus Cachoeiro, essa análise se dará no sentido de utilizar essa base dos dados a

fim de melhor observá-los e transformar esse conteúdo em uma informação.

A análise de dados coletados pode se dar no uso da estatística que se preocupa com

a organização descrição, análise e interpretação de dados experimentais, visando a

tomada de decisões, ela é um instrumento fornecedor de informações (NETO, 2002).

O uso da estatística se dá pela coleta de dados e sua análise, que por muitas vezes

pode ser mais trabalhoso e seu escopo pode ser bem fechado, ao contrário do uso do

Machine Learning que é o aprendizado em máquina, pois a própria aplicação utilizando

os dados coletados irá aprender padrões relacionados ao uso e poderá fazer previsões,

o que não é possível com o uso da estatística.

Existem diversos métodos de conhecimento de análise de dados proporcionando ao

pesquisador condições de realizar a escolha mais adequada ao que se propõe a

estudar, mas o conhecimento dos dados levam a uma escolha mais apropriada tanto da

temática estudada quanto aos propósitos do pesquisador (MOZZATO; GRZYBOVSKI,

2011). No que se refere a análise de dados ele pode ocorrer através de ferramentas

mais adequadas a cada situação, neste trabalho será utilizado a técnica do Machine

Learning.

2.4.3 Ciência de dados

A Ciência de Dados que é a tradução de Data Science é um conjunto de princípios

fundamentais que apoiam e orientam a extração de informações e conhecimento dos

dados com base em princípios. Possivelmente o mais próximo conceito relacionado à

ciência de dados é mineração de dados - o verdadeiro extração de conhecimento a

partir de dados por meio de tecnologias que incorporem esses princípios (PROVOST;

FAWCETT, 2013).



30

O Data Science em suma, pode ser entendido como a extração de conhecimento e

percepções de várias fontes de dados, e as habilidades necessário para atingir esse

intervalo desde a programação até o design, e da matemática à narrativa (ROGEL-

SALAZAR, 2017).

Data Science ou ciência de dados é o campo do conhecimento que busca utilizar

grandes quantidades de dados para extrair conhecimento deles. Para isso, esta área

engloba teorias, métodos científicos, processos e técnicas das mais diversas áreas,

tendo como principais bases a matemática, a estatística e a informática (MARTINEZ,

2017). O Data Science se concentra na exploração de grande quantidades de dados

para previsão, conforme a Figura 1.

Figura 1 – Fluxograma Data Science

Fonte: (Elaborado pela autora, 2023)

2.4.4 Machine Learning

O Machine Learning é uma subárea de Inteligência Artificial dedicada ao desenvolvi-

mento de modelos que são capazes de aprender a partir de um determinado conjunto

de dados e melhorar seu desempenho. A seleção de um algoritmo para uma base irá

depender do tipo de problema que será resolvido, natureza e disposição dos dados,

desempenho, acurácia e precisão do modelo.

O Machine Learning surgiu junto com tecnologias do Big Data e alto desempenho

computacional para a criação de novas oportunidades para desvendar, qualificar e com-

preender processos intensivos de dados, ele pode ser definido também como o campo

científico que dá as máquinas a capacidade de aprender sem serem completamente

programadas (LIAKOS et al., 2018). A ideia do uso do Machine Learning neste trabalho

seria a captação de informações com um aprendizado inteligente que podem não ser

absorvidas por um questionário.
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O Machine Learning é essencialmente uma forma de estatística aplicada com maior

ênfase no uso de computadores para estimar estatisticamente funções complicadas e

uma menor ênfase na comprovação de intervalos de confiança em torno dessas fun-

ções; portanto, apresentamos as duas abordagens centrais da estatística: estimadores

frequentistas e inferência Bayesiana. Ainda segundo o autor maioria dos algoritmos de

Machine Learning pode ser dividido nas categorias de aprendizagem supervisionada e

aprendizagem não-supervisionada (GOODFELLOW; BENGIO; COURVILLE, 2016).

2.4.5 Tipos de aprendizagem

Os algoritmos de aprendizagem supervisionada experimentam um conjunto de dados

contendo features (os chamados recursos), mas cada situação está associada a um

rótulo ou destino. Os algoritmos de aprendizagem não-supervisionada experimentam

um conjunto de dados contendo muitas features que aprendem propriedades úteis

da estrutura desse conjunto de dados, alguns deles desempenham funções como

o agrupamento, consistindo em dividir o conjunto de dados em agrupamentos de

exemplos semelhantes (GOODFELLOW; BENGIO; COURVILLE, 2016).

Existem alguns tipos de aprendizagem de máquina que podem ser usados para diferen-

tes maneiras a depender da finalidade de uso e base de dados, como o aprendizado

supervisionado e aprendizado não supervisionado. O aprendizado supervisionado uti-

liza conjuntos de dados rotulados, enquanto o não supervisionado emprega conjuntos

de dados não rotulados.

O aprendizado supervisionado possui um conjunto de dados usado para treinamento

do algoritmo que é composto de X e Y, onde X representa o vetor de exemplos e tem

um rótulo associado a Y, que é referente a classe prevista, ele busca construir um

modelos capaz de realizar estimativas para exemplos não vistos anteriormente.

Os modelos de aprendizagem supervisionados são aqueles modelos que possuem um

conjunto de dados etiquetados/rotulados com a resposta correta para o aprendizado, e

podem ser retratados em dois problemas de classificação e regressão. Na classificação,

são definidos rótulos entre os existentes para identificar algo. Já na regressão, a ideia é

prever um alvo de valor numérico a partir de um conjunto de características chamadas
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de previsores (GéRON, 2019).

O aprendizado não supervisionado, o conjunto de dados não é rotulado e o objetivo

do modelo é obter automaticamente diferentes grupos de associações para auxiliar

na compreensão dos dados introduzidos, o mais frequente nesse tipo de modelo é a

clusterização (agrupamento) que consiste em possuir exemplos pertencentes a um

mesmo grupo são mais similares entre si de acordo com alguma característica pré-

definida que gerará similaridade entre os dados, com isso conjuntos que pertencem a

grupos diferentes irão ter uma similaridade menor entre eles (VIEIRA et al., 2020).

2.4.6 Árvores de Decisão

A Árvore de Decisão (AD) é um algoritmo de ML supervisionado que pode ser usado

em tarefas de classificação ou regressão, ou seja são algoritmos que possuem X e Y

na qual Y representa um valor categórico. Basicamente uma AD tem uma estrutura de

árvore onde a raiz fica no topo da árvore, cada nó da árvore representa um teste sobre

um atributo, e as ramificações do nó, também chamado de ramo, representam.

As Árvores de Decisão classificam as instâncias, da raiz até algum nó folha, que fornece

a classificação da instância. Cada nó especifica um teste de algum atributo da instância,

a árvore sofre diversas divisões conforme as respostas que são obtidas em cada nó

até chegar à folha, em que se encontra a resposta final (MITCHELL, 1997).

A Figura 2 ilustra a estrutura de uma árvore de decisão que é composta por um

elemento inicial de raiz, que é para separar os dados, abaixo da raiz vem nós, onde

um nó folha que corresponde a uma classe ou um nó de decisão que contém um teste

sobre o atributo e são sequências de decisões daquele atributo que está no ramo. E

por fim um nó de término ou folha, que representa a decisão final ou seja resultado da

classificação (VIEIRA et al., 2020).
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Figura 2 – Ilustração do funcionamento de uma Árvore de Decisão

Fonte: (VIEIRA et al., 2020)

2.4.7 Floresta Randômica

O algoritmo Floresta Randômica (FR) ou Random Forest foi desenvolvido com a

combinação de múltiplas árvores de decisão e também pode ser utilizado para as

tarefas de classificação ou regressão.

Uma Floresta Randômica (FR) ou Floresta Aleatória (FA) é composta de um grupo de

Árvores de Decisão. A Floresta Aleatória escolhe os recursos de maneira aleatória

como o próprio nome diz, ela constrói uma floresta de Arvores de Decisão e faz a

média dos resultados.

O principal desafio ao gerar uma floresta aleatória é como obter uma boa variabilidade

nas árvores que a compõem, levando a um maior poder de generalização, classificar

instâncias desconhecidas para o modelo. Em FAs,a variabilidade é obtida de duas

maneiras: primeira cada AD na floresta é treinada comum subconjunto das instâncias

da base de dados, amostrado aleatoriamente com repetição.

Segunda Em cada nó interno das ADs, um subconjunto dos atributos da base de

dados é amostrado, para que a função de divisão avalie apenas aqueles atributos.

Um algoritmo de FA possui dois parâmetros principais: ntree, que corresponde ao

número de ADs que compõem a FA, emtry, que corresponde à quantidade de atributos

amostrados em cada nó interno das árvores para (RIQUETI; RIBEIRO; ZáRATE, 2018).

A Figura 3 mostra a estrutura de uma Floresta Randômica e como pode ser observado
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ela é composta de várias árvores de decisão, na qual tenho uma estrutura em que as

raízes ficam no topo em seguida veem seu nós e folhas, no exemplo abaixo possuem

três árvores de decisão, mas em um exemplo real podem haver milhares de árvores

para serem treinadas.

Figura 3 – Estrutura de uma Floresta Randômica

Fonte: (TIBCO, 2019)

2.4.8 Redes Neurais Artificiais

As Redes Neurais Artificiais ou Artificial Neural Network são técnicas inspiradas no

funcionamento das Redes Neurais Biológicas do Corpo Humano para resolução de

problemas computacionais associados à Inteligência Artificial. É importante ressaltar

que Redes Neurais Artificiais representam apenas uma classe das soluções para

problemas de Inteligência Artificial. Diferentemente das Biológicas, as Redes Neurais

Artificiais só conseguem desempenhar tarefas altamente específicas. Mesmo com

outras técnicas associadas, ou múltiplas redes neurais, a inteligência artificial ainda é

muito inferior à biológica (UFOP, 2017).

Ainda para o autor (UFOP, 2017) Redes Neurais possuem funções iterativas que

permitem a elas serem “treinadas” para resolver determinados tipos de problemas.

As primeiras funções de treinamento foram idealizadas por cientistas associados a

biólogos. Após evoluções posteriores das técnicas e associações a novos métodos

estatísticos, o aprendizado de redes neurais é classificado em duas diferentes classes:
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Supervisionado e Não-Supervisionado. Na figura abaixo é possível ver uma represen-

tação de Rede Neural com diversas camadas, 4 entradas e 3 saídas. Como pode ser

visualizado na Figura 4 que mostra a estrutura de uma rede neural.

Figura 4 – Ilustração de uma Rede Neural

Fonte: (UFOP, 2017)

Uma Rede Neural artificial tem o objetivo de receber de dezenas a milhares de entradas,

que são passadas adiante, onde em cada neurônio, que podemos chamar unidade de

processamento, funções matemáticas são aplicadas para gerar um resultado de saída,

que poderá ser a saída da rede ou a entrada de outro conjunto de neurônios, o que

torna seu processamento do tipo robusto.

2.4.9 Data Munging

Antes de utilizar a base dados ela precisa passar por alguns tratamentos e etapa para

ser bem trabalho e não atrapalhar o desempenho do algoritmo, hoje existem diversas

práticas que podem ser feitas em especial o Data Munging que é a preparação de

dados para posterior análise.

O Data Munging é uma prática de preparação de dados direcionada para preparar

conjuntos de dados para relatórios e análises, na qual eles são limpos, transformados

e validados para maximizar a precisão, relevância e a qualidade deles. Essa prática

acaba trazendo benefícios como melhorar usabilidade, processamento de grandes
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volumes e garante a qualidade, além de possuir algumas etapas como, estruturação,

limpeza e normalização dos dados (ASTERA, 2022).

A limpeza dos dados de treinamento é importante para remover características irrelevan-

tes devem ser suprimidas, pois o sistema somente conseguirá aprender corretamente

se os dados de treinamento tiverem características relevantes suficientes e poucas

características não relevantes, também para ajustar os dados.

Normalização dos dados é feita porque os algoritmos são sensíveis quando os valores

numéricos de entrada têm escalas muito diferentes então é feita a etapa de normali-

zação justamente para mantê-los na mesma escala (GéRON, 2019), é feita também

a transformação desses dados antes de colocá-los na mesma escala. No presente

trabalho foi utilizada a função StandardScaler para manter a escala de maneira igual

para todos os valores.

2.4.10 Avaliações de modelos

A avaliação de modelos envolve realizar avaliações do modelo criado com os dados de

teste e utilizar métricas e utilizar métricas de avaliação e classificação, elas são utiliza-

das para verificar se o modelo utilizado é bom e trazer informações de desempenho

do modelo criado. Como métricas podem ser utilizadas, Matriz de Confusão, Acurácia,

Precision, Recall e F1-Score.

A primeira delas é a Matriz de Confusão que é usada em modelos de classificação,

ela é uma tabela que indica os erros e acertos que um modelo teve, comparando com

resultados esperado.

Essa classificação pode ter quatro resultados esperados: True Positives (TP), True

Negatives (TN), False Positives (FP) e False Negative (FN) conforme (HARRISON,

2020). True Positive (TP) é quando a classe buscada é prevista corretamente, False

Positive (FP) é quando a classe buscada foi prevista incorretamente, True Negative (TN)

é quando a classe não buscada é prevista corretamente e por último False Negative

(FN) é quando a classe não buscada foi prevista incorretamente.

A Accuracy (Acurácia) é a métrica mais usada, ela mede a média geral do acerto do
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modelo ao classificar as classes. Ou seja, ela é o percentual das predições corretas.

Precision (Precisão) é o percentual de predições positivas estão corretas. Recall

(Revocação) também chamado de sensitivity (sensibilidade) que fornece a taxa de

detecção e por último a F1 – Score que é a média harmônica entre recall e precision.
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3 TRABALHOS CORRELATOS

Existem vários trabalhos ligados a temática da evasão utilizando Machine Learning

para a predição de padrões para definir alunos com propensão a evasão. Os autores

(MARTINHO; NUNES; MINUSSI, 2013) desenvolveram um sistema inteligente para

previsão de alunos em risco de evadir no ensino superior utilizando Redes Neurais

Artificiais com o cursos de Tecnologia do Instituto Federal do Mato Grosso (IFMT).

Ainda os autores utilizaram dados históricos acadêmicos e socioeconômicos dos

alunos, obtidos do banco de dados dos processos seletivos do IFMT, eles selecionaram

características informadas com base nas informações disponíveis.

Eles a firmam ainda que os estudos sobre evasão escolar no Brasil são incipientes e es-

cassos se comparados com países mais desenvolvidos onde a pesquisa e estudos são

mais numerosos, que nos Estados Unidos começaram de maneira despretensiosa na

década de 30, sendo imprescindível a realização de estudos sistemáticos, observando

os sinais da evasão iminente dos alunos (MARTINHO; NUNES; MINUSSI, 2013).

Além disso, os autores desenvolveram um sistema utilizando uma Rede Neural Fuzzy-

ARTMAP que é associada a Lógica Fuzzy, que possui arquitetura na qual o treinamento

é realizado de forma supervisionada e auto organizada. A arquitetura da rede neural

Fuzzy-ARTMAP é usada em problemas de aprendizado situacional, ele é treinado

até que consiga classificar corretamente os dados de treinamento, sendo que a im-

plementação do sistema foi dividida em 4 fases: fase preliminar, pré-processamento,

processamento de dados e a fase de interpretação, avaliação e análise do resultado.

O modelo desenvolvido pelos autores se base em um estudo da qualidade da infor-

mação chamada análise refinada, que consiste em identificar entre as características

preditivas (informações da base) e quais teriam maior peso na decisão do aluno a

evadir. Obtiveram uma acurácia de 92% e uma taxa de sucesso entre 85% e 94%

de confiabilidade do sistema, eles destacam que o foco do trabalho seria identificar

precocemente a evasão escolar dos alunos a partir de dados de matrícula dos mesmos

(MARTINHO; NUNES; MINUSSI, 2013).
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Outro trabalho desenvolvido utilizando a temática da evasão com uso do Machine Lear-

ning para previsão de alunos que tendem a evadir foram dos autores (NASCIMENTO et

al., 2018) que utilizaram duas técnicas a Regressão Quantílica e Regressão de Vetor

de Suporte para prever os resultados da evasão no cenário brasileiro, utilizando como

métrica de a média do erro absoluto das duas técnicas, as base de dados utilizada para

o trabalho foi coletada do INEP que coletas informações através de censos escolares.

Regressão de Vetor de Suporte obteve os melhores resultados porque houve uma

busca do valor ideal, enquanto a Regressão Quantílica que depende diretamente da

boa estimativa. Os resultados dos experimentos indicaram que o Regressão de Vetor

de Suporte obteve melhores resultados em comparação com a Regressão Quantílica.

Isso significa que o Regressão de Vetor de Suporte foi capaz de minimizar a previsão

erro para o problema da evasão escolar. As técnicas não paramétricas utilizadas trazem

uma modelagem de regressão mais flexível, procurando uma resposta que melhor

corresponda aos dados (NASCIMENTO et al., 2018).
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4 MATERIAIS E MÉTODOS

4.1 OBTENÇÃO DOS DADOS

Para a análise será utilizada a base de dados fornecida pelo CRA (Coordenadoria de

Registros Acadêmicos) da Instituição mediante a extração das informações que os

próprios alunos fornecem a instituição diretamente do banco de dados institucional,

não foram utilizados dados do INEP devido a disponibilidade dos dados enviados pela

instituição, não havendo necessidade de consulta ao INEP.

Os dados foram encaminhados em um arquivo formato csv com os dados necessários

para o desenvolvimento da pesquisa. Por conta da Lei Geral de Proteção de Dados

(LGPD) foram removidos o algoritmo desenvolvido e a base de dados a fim de garantir

a confidencialidade dos dados.

4.2 FEATURES OU CARACTERÍSTICAS COLETADAS PARA ANÁLISE

Como features do estudo foram considerados alguns aspectos cadastrados pelos

alunos no momento da realização da matrícula junto a instituição, informações essas

que são básicas de qualquer cadastro não havendo necessidade de exposição dos

nomes dos alunos. Portanto neste estudo será feito a análise de perfil dos alunos

sem identificação dos mesmos, para traçar um um perfil base que converge a evasão

estudantil.

Estes dados que aqui serão denominadas de features e foram selecionadas mediante

a melhor convergência com a análise proposta. O Quadro 3 a seguir consta as features

que foram selecionadas mediante a disponibilidade dos dados do Q-Acadêmico para

esta análise.
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Quadro 3 – Features escolhidas

Features coletadas
1 Sexo
2 Idade
3 Trabalha ou não
4 Modalidade de conclusão de Ensino
5 Modalidade ingresso na instituição
6 Cidade do aluno
7 Estado Civil
8 Turno de estudo
9 Pais falecidos
10 Etnia
11 Coeficiente de rendimento
12 Status atual do aluno

Fonte: (Elaborado pela autora, 2023)

Idade (idade): Foi verificado que a idade dos estudantes varia de 18 a 68 anos.

Sexo (sexo): a variável representa o sexo do discente Masculino e Feminino.

Raça (cor): que representa a classificação racial dos estudantes conforme o Quadro 4.

Quadro 4 – Descrição variável raca

Variável Descrição
raca Branco (a)

Pardo (a)
Preto (a)
Amarelo (a)
Indígena

Fonte:(Elaborado pela autora, 2023)

Profissão (profissao): a variável foi definida como Trabalha e Nao Trabalha/Estudante.

Renda Familiar (valor_renda_familiar): o valor é definido pelo aluno no momento do

ingresso a instituição, definido nos seguintes intervalos do Quadro 5.
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Quadro 5 – Descrição variável valor_renda_familiar

Variável Descrição
valor_renda_familiar até 1 salário

1 a 2 salários
2 a 3 salários
3 a 5 salários
5 a 10 salários
até 20 salários

Fonte: (Elaborado pela autora, 2023)

Turno (turno): os cursos de graduação da instituição só possuem dois tipos de turnos

Integral e Noturno.

Naturalidade do Discente (cidade): representa a cidade origem dos estudantes, que

são 110 cidades.

Origem de Ensino (escola_origem): está disposto entre Público ou Privado.

Estado Civil (tipo_certidao_civil): está disposto entre Solteiro e Casado/Divorciado

Forma de Ingresso na Instituição (desc_forma_ingresso_matricula): forma que o

estudante ingressou na instituição disposta no Quadro 6.

Quadro 6 – Descrição variável desc_forma_ingresso_matricula

Variável Descrição
desc_forma_ingresso_matricula Ampla_Concorrencia

Escola_Publica_Preto_Pardo_Ind
Renda_Escola_Publica_Preto_Pardo_Ind
Escola_Publica
Renda_Escola_Publica
Transferencia
Novo_Curso
Pessoa_Deficiencia
Escola_Publica_Pessoa_Deficiencia

Fonte: (Elaborado pela autora, 2023)
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4.3 PREPARAÇÃO DOS DADOS

4.3.1 Pré-processamento dos dados

Geralmente, ao obter os dados, é comum que eles não estejam prontos para serem

analisados, podendo conter valores ausentes ou informações que não estão em con-

formidade com as necessidades de trabalho. Para aumentar a eficácia do método, é

importante realizar a etapa de pré-processamento dos dados. Essa etapa envolve a

remoção de valores vazios e a padronização dos campos relevantes, que podem conter

espaços em branco, bem como a adição de colunas pertinentes que não estavam

presentes anteriormente.

Durante essa etapa, é crucial levar em consideração e abordar determinados cenários,

como, por exemplo, algumas informações coletadas que são fornecidas pelos alunos

no momento da matrícula na instituição. Em alguns casos, os alunos podem omitir

certas informações, portanto, é importante identificar padrões específicos para cada

situação. Por exemplo, observa-se que a maioria dos alunos provenientes de escolas

estaduais tem origem urbana.

Já em relação a profissão desses alunos neste estudo iremos considerar que os alunos

que não informaram sua profissão majoritariamente são estudantes por conta de dados

gerais que se repetem em diversas situações. Em geral a idade dos alunos variou

predominantemente de 18 a 30 anos.

E ainda assim, grande parte dos alunos da base não informaram sua renda familiar, por

conta disso para alunos com a profissão de estudante e que não informaram a renda

familiar foi considerada a renda de um mínimo meio, conforme informa a (ANDIFES,

2019) que cerca de 26,61% dos alunos tem renda de até meio salário mínimo, 26,93%

de até um salário mínimo e 16,61% de até um salário e meio, totalizando 70,2% de

estudantes com renda até um salário mínimo e meio.

Preparar os dados é essencial para manter a qualidade dos dados e gerar uma

organização e simplificação dos dados, como por exemplo atribuir valores aos dados

estatísticos que se repetem muito e que de maneira geral não tem muita variação entre

uma determinada informação.
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No caso de "Escola de origem"não houve variação nos tipos de escola de origem sendo

elas: Estadual, Privada, que neste caso podem ser atribuídos os respectivos valores 0,

1, para representar cada tipo de escola de origem que estes alunos pertenceram antes

de chegar a instituição.

4.3.2 Limpeza dos dados

Durante esta etapa, foi executado um processo conhecido no campo da ciência de

dados como Limpeza de Dados, que consiste em realizar uma depuração dos dados

a fim de obter uma base mais precisa. Foram removidos registros que não seriam

relevantes para o experimento, como aqueles com informações ausentes, a fim de

garantir uma base de dados mais concisa e precisa.

A limpeza de dados, também conhecida como Data Cleaning, é um processo essencial

para aprimorar a qualidade dos dados, por meio de modificações na forma ou conteúdo,

incluindo a remoção ou correção de valores incorretos. Durante a análise, ao explo-

rar as correlações entre as variáveis, é possível identificar dados que não agregam

informações relevantes para a análise. Assim, esses dados podem ser removidos do

conjunto de dados, conforme destacado por (PROVOST; FAWCETT, 2013).

Para esta parte foram consideradas e feitas algumas escolhas a fim de enriquecer as

informações. Como por exemplo, alguns dados de alunos que não haviam informações

básicas como cidade, modalidade de ensino ou ingresso na instituição foram descon-

siderados e removidos dos dados gerais, pois caso fossem considerados acabaria

sendo feita uma hipótese pela autora e que não seria totalmente verídico em relação

ao registro.

4.3.3 Criação do DataFrame

Para realização do modelo a base de dados recebida dados_gerais_alunos.csv foi

transformada no DataFrame dados_alunos, contendo 1767 linhas (alunos) e 18 colunas

(variáveis) referente aos dados dos anos de 2009 a 2022.

A base de dados continha duas variáveis como indicativo de cancelamento para o dado

categórico Situacao_Atual que são ”Cancelado” correspondendo a 463 registros e
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indica que o aluno solicitou o cancelamento da matrícula e ’́Cancelamento Compulsório”

que corresponde a 483 registro e indica que um aluno deixou de frequentar as aulas e

não se matriculou em nenhuma disciplina no período de 1 ano então tem sua matrícula

cancelada automaticamente pelo sistema de instituição, mas os dois casos representam

o cancelamento de uma matrícula.

Então, foi realizado o procedimento de juntar os dois tipos de cancelamento ao dado

categórico ”Cancelado”, utilizando o método de substituição ”.replace” que consiste

em realizar a substituição dos registro que continham o dado categórico ”Cancelamento

Compulsório” para ”Cancelado”, com isso a quantidade de resgitros de ”Cancelado”

passou a ser 946 registros, como pode ser observado na Figura 5.

Figura 5 – Codificação de alteração dos dados utilizando replace

Fonte: (Elaborado pela autora, 2023)

4.3.4 Normalização dos dados

Assim que os dados foram transformados em um DataFrame foi realizada a norma-

lização dos dados categóricos, utilizando o método LabelEncoder para transformar

todos os dados categóricos em dados numéricos, pois para trabalhar com uma base

de dados é necessário realizar essa conversão, pois os algoritmos de ML realizam

diversos cálculos matemáticos e não é possível realizar essas operações matemáticas

com os dados de maneira categórica.

Em seguida foi aplicado o método StandardScaler que garante que os dados trans-

formados através do LabelEncoder tenham o mesmo peso entre si, pois o algoritmo
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pode interpretar que um dado tem mais peso que o outro por conta de seus valores e

método StandardScaler impede que isso aconteça.

Figura 6 – Transformação dos dados categóricos com uso LabelEncoder

Fonte: (Elaborado pela autora, 2023)

Com a finalização da etapa de processamento dos dados que consistia na limpeza

e normalização dos dados e em seguida a criação do Data Frame, já é possível

desenvolver o modelo. No Capítulo 4 serão apresentadas as etapas de criação e de

avaliação do modelo de evasão do Campus Cachoeiro.
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5 RESULTADOS

O modelo de evasão escolar do IFES foi desenvolvido na Linguagem Python, no Note-

book da Google chamado Colaboratory (Colab). Em relação aos dados e ao notebook

desenvolvido neste trabalho, não serão compartilhados devido à falta de autorização

da instituição para a divulgação ou exibição dos dados. Essa restrição é necessária

para garantir a confidencialidade das informações dos alunos, em conformidade com a

Lei Geral de Proteção de Dados (LGPD).

Foram definidas as variáveis de entrada do modelo dado por x= (matricula, sexo,

idade, profissao, desc_forma_ingresso_matricula, area_procedencia_escola_origem,

escola_origem, tipo_certidao_civil, coeficiente_rendimento, pai_falecido, mae_falecida,

renda_familiar, cor, cidade, sigla_curso, turno) e a variável de saída do modelo dada

por y = (situacao_atual).

Depois foram definidos 25% dos dados do DataFrame para teste e 75% de dados para

o treino, para a base dados_gerais_alunos, 1325 dados usados para treino e 442 para

teste, totalizando 1767 dados.

Em seguida foram definidos cada um dos parâmetros relacionados aos três algoritmos

DecisionTreeClassifier, RandomForestClassifier e MLPClassifier para treinamento e

verificação do desempenho de encontrar o melhor resultado dos mesmos com o

DataFrame dados_alunos.

O modelo DecisionTreeClassifier foi testado usando GridSearchCV2 para realizar a

busca dos melhores hiperparâmetros para o modelo observou-se um processamento

menor entre os algoritmos, com desempenho de 78,86% com a base. Já o modelo

MLPClassifier teve um desempenho de treinamento com 80,64% de assertividade.

Por último o RandomForestClassifier foi utilizado no treinamento e foi constatado que

ele possuía o melhor desempenho de treinamento da base entre os três algoritmos com

81,50% de assertividade para o melhor resultado. A Figura 7 apresenta os parâmetros

foram definidos para os 3 algoritmos.
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Figura 7 – Parâmetros definidos para cada um dos algoritmos

Fonte: (Elaborado pela autora, 2023)

Para avaliar os resultados de uma matriz de confusão, devem ser considerados alguns

resultados de classificação, no caso da Matriz de Confusão gerada neste trabalho

foram encontradas duas frequências diferentes a True Positive (TP) quando a classe

buscada é prevista corretamente e False Negative (FN) quando a classe não buscada

foi prevista incorretamente.

Ao avaliar a Matriz de Confusão do modelo RandomForestClassifier para Cancelado

que possui 227 casos de cancelamento o modelo apresentou-se 201 classificações

True Positive (TP) para Cancelado, 12 classificações True Negative (TN) para Formados

e 23 para Matriculados. Para Formado que possui 127 casos de alunos formados

apresentou-se 105 classificações True Positive (TP) para cancelado, 3 classificações

True Negative (FN) para matriculados e 14 para cancelados.

Para 88 registros de Matriculado apresentou 62 classificações True Positive (TP), 12

classificações True Negative (TN) para cancelados e 10 formados. Então, é possível

afirmar que a Matriz de Confusão desempenha a função de dizer o que o algoritmo fez

de certo e o que ele fez de errado, a Figura 8
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Figura 8 – Matriz de confusão do algoritmo RandomForestClassifier

Fonte: (Elaborado pela autora, 2023)

Em seguida, foram avaliadas as métricas do modelo RandomForestClassifier com

a base de treinamento com 442 alunos a Accuracy = 83,26% que representa as

predições corretas, Precision varia entre as situações dos alunos em relação as

predições positivas corretas, para Cancelado 85%, Formado 86%, Matriculado 74%.

No Recall os valores positivos classificados corretamente foram Cancelado 89%, For-

mado 83%, Matriculado 70%. E por último F1 Score que é a média harmônica entre

Precision e Recall foram para Cancelado 87%, Formado 84%, Matriculado 72% a

Tabela 1 abaixo apresenta as métricas encontradas a partir do modelo RandomForest-

Classifier.

Tabela 1 – Classificação da Situação do aluno com o algoritmo RandomForestClassifier

Precision Recall F1- Score Support
Cancelado 85% 89% 87% 227
Formado 86% 83% 84% 127
Matriculado 74% 70% 72% 88

Fonte: (Elaborado pela autora, 2023)

O algoritmo de Floresta Randômica teve um bom desempenho com a base proposta,

com a sua acurácia de 83,26% significando que de acordo com os valores selecionados

houveram 0.83 de acertos, o que se mostra ser uma acurácia aceitável para o modelo,
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pois quanto mais próximo de 1 melhor será o modelo. No próximo capítulo serão

apresentadas as considerações finais da pesquisa além da sugestão para trabalhos

futuros
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6 CONCLUSÃO

Neste trabalho foi realizada uma análise da evasão estudantil do IFES campus Cacho-

eiro de Itapemirim, com o objetivo principal de propor um modelo usando algoritmos

de Machine Learning para prever a evasão escolar no Instituto Federal do Espírito

Santo Campus Cachoeiro de Itapemirim (IFES). Para o desenvolvimento do modelo

foi utilizado algoritmo de Floresta Randômica e a linguagem de programação Pyhton,

utilizando a ferramenta do Colaboratory (Colab) do Google para implementação do

modelo.

Após utilizar a literatura existente para entender os fatores que impactam na evasão

escolar, junto com a análise do algoritmo da Floresta Randômica, foi realizado o

pré-processamento dos dados que consistiu em substituir informações faltantes pela

informação que mais se destacava entre as características selecionadas. O Data Frame

final resultou em 1767 linhas (estudantes) e 18 colunas (variáveis). Em seguida foi

construída uma análise descritiva e estatística das informações com base no Data

Frame chamado dados_alunos que contempla matrículas dos anos de 2009 a 2022.

Para a criação do modelo de previsão de evasão estudantil do Campus Cachoeiro,

foram avaliados três algoritmos de ML o DecisionTreeClassifier, RandomForestClassifier

e MLPClassifier, entre os três algoritmos foi observado qual teria o melhor desempenho

no treinamento da base de dados para ser utilizado de maneira principal no modelo.

O desempenho dos algoritmos foram bem interessantes tendo proximidades de de-

sempenho DecisionTreeClassifier obteve um desempenho de 78,86%, RandomForest-

Classifier teve o desempenho de de 81,50% e já o algoritmo MLPClassifier teve o

desempenho de 79,61%, com pode-se observar que o algoritmo RandomForestClas-

sifier se destacou entre os três possuindo 81,50% de desempenho no treinamento

fazendo com que fosse escolhido para avaliação das métricas geradas pelo treinamento.

Após o algoritmo RandomForestClassifier ter sido o escolhido com melhor desempenho

ele foi aplicado às avaliações de modelos para entender sua eficiência em relação aos

dados recebidos da instituição, que de maneira geral o algoritmo se comportou bem e
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teve uma acurácia de 83,26% de predições corretas.

A avaliações do modelo se deram por Precision de Cancelado 85%, Formado 86%,

Matriculado 74%. No Recall foram Cancelado 89%, Formado 83%, Matriculado 70%.

E por último F1 Score foram de Cancelado 87%, Formado 84%, Matriculado 72%,

mostrando que o modelo obteve bom desempenho com a base de dados.

Um fator limitante foi não dispor de certas características como quantidade de aprova-

ções e reprovações por aluno, além disso foi observado que a base de dados fornecida

possuía alunos faltantes em relação a quantidade de estudantes que ingressam nas

turmas dos cursos da instituição, que pode ter sido gerado pela limitação na extração

dos dados do sistema da que comporta os dados da instituição.

A quantidade de valores ausentes da base de dados limita resultados mais próximos

possível da realidade, pois foi necessária uma estimativa de informações mediantes

aos dados ausentes em relação aos dados que mais se destacavam na base. Há

uma necessidade de melhoria no controle da coleta/manipulação dos dados por parte

dos sistemas utilizados na instituição, sendo possível melhorar a qualidade e precisão

das previsões de evasão estudantil. As análises estatísticas contribuem para percep-

ção de características comuns entre alunos que evadem, sendo possível observar

determinados casos de alunos que tendem a evadir.

6.1 TRABALHOS FUTUROS

Como trabalhos futuros, sugere-se aprofundar os estudos em outros algoritmos que

possam ter melhor convergência e levar em consideração outras características que

ficaram de fora da base de dados fornecida, trazendo uma análise mais aprofundada

do que pode levar a esse aluno a evadir. Com as informações obtidas para a base

de estudantes para os cursos de graduação do IFES, é possível desenvolver progra-

mas direcionados que abordem especificamente os fatores que são identificados em

estudantes com a probabilidade de evasão.

Por fim, proponho a avaliação de fato do modelo criado com uma turma que tenha

ingressado em um ano posterior a este trabalho a fim de prever sua evasão, propõe-se
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também criar uma ferramenta acessível ao público da instituição para futura implanta-

ção.
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