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RESUMO 

 

Este trabalho busca desenvolver um sistema de controle automático capaz de 

realizar o controle e o monitoramento da camada de fundo do disco de pelotamento 

utilizado no laboratório da Vale, visando substituir o controle manual realizado por 

um operador para eliminar as incertezas inerentes a utilização de um controlador 

manual. Por meio da utilização do Labview, um software de controle, simulação e 

supervisão de sistemas de engenharia, em sintonia com a YOLOV5, uma rede 

neural profunda constituída por algoritmos de detecção, foi possível realizar a 

elaboração de um controlador projetado no ambiente virtual do Labview, que 

conectado a uma bomba para inserção de água, ao motor de rotação e a correia 

transportadora que alimenta o disco de pelotamento com minério de ferro, será 

responsável pela restauração e correção da camada de fundo.  Entre os diversos 

modelos existentes de redes neurais profundas que formam o conjunto YOLOV5, o 

modelo escolhido foi a YOLOV5x6, que conectada a câmera de monitoramento 

instalada no disco de pelotamento, permite que a rede possa fazer a detecção de 

buracos e falhas, além de determinar o nível de presença de água na camada de 

fundo. O controlador desenvolvido foi capaz de padronizar o processo de operação e 

funcionamento do disco de pelotamento, favorecendo um aumento de produção e 

qualidade na fabricação de pelotas de minério de ferro. 

 

Palavras-chave: Rede neural. Pelotamento. Detecção. YOLOV5. Labview. 
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ABSTRACT 

 

This work seeks to develop an automatic control system capable of performing the 
control and monitoring of the bottom layer of the pelleting disc, aiming to replace the 
manual control performed by an operator that is used in Vale's laboratory and 
eliminate all uncertainties inherent to the use from a hand controller. Using Labview, 
a control, simulation and supervision engineering software combine with YOLOV5, a 
deep neural network constituted by detection algorithms, it was possible to carry out 
the elaboration of a controller designed in the virtual environment of Labview, which 
connected to a pump for insertion of water, the rotation motor and the conveyor belt 
that feeds the pelleting disc with iron ore, will be responsible for the restoration and 
correction of the bottom layer. Among the various existing models of networks that 
make the YOLOV5 set, the model chosen was the YOLOV5x6, which connected to 
the monitoring camera installed on the pellet disk, allows the network to detect holes 
and faults, in addition to determining the level presence of water in the bottom layer. 
The controller developed was able to standardize the operation process and 
operation of the pelleting disc, favoring an increase in production and quality in the 
manufacture of iron ore pellets. 

 

Keywords: Neural network. Pelletizing. Detection. YOLOV5. Labview. 
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1 INTRODUÇÃO 

As pelotas de minério de ferro são um dos insumos essenciais utilizados na 

produção mundial do aço. São compostas essencialmente de óxido de ferro (Fe2O3), 

e seu diâmetro varia de 6,3 a 16 mm, sendo as mesmas direcionadas aos altos 

fornos siderúrgicos, onde, após passar por diversas etapas de fabricação, darão 

origem à produção do aço (MOURÃO, 2017). 

Para que as pelotas fabricadas obtenham a qualidade necessária para a produção 

do ferro gusa, o qual será transformado em aço nas etapas posteriores, é importante 

possuir um controle preciso do disco de pelotamento, principal ferramenta utilizada 

para a produção das pelotas, que através da combinação entre a velocidade de 

rotação do disco, que é controlada por um motor, a taxa de alimentação de minério 

de ferro, definida pela velocidade da correia transportadora, o ângulo de inclinação 

do eixo central do disco, obtido através da sua conexão ao eixo de rotação de um 

motor, e pela quantidade de água inserida no material no decorrer do processo, 

permite a formação das pelotas de minério de ferro (FONSECA; CAMPOS, 2018). 

No processo de produção de pelotas, o controle da camada de fundo do disco de 

pelotamento é uma etapa vital para a determinação da granulometria e da qualidade 

das pelotas produzidas. A camada de fundo é a reserva primária de matéria prima e 

água no processo de pelotamento, favorecendo o crescimento das pelotas 

produzidas e garantindo que elas apresentem o nível de umidade adequado para a 

continuação das etapas posteriores do processo de produção do aço. O controle 

dessas características pode representar um acréscimo significativo de qualidade ao 

processo em que serão utilizadas. 

Atualmente, um grande problema na produção de pelotas é a utilização de um 

controle manual, em que o operador do disco de pelotamento realiza os ajustes na 

produção de pelotas com base em sua experiência pessoal como operador, sem 

possuir acesso a informações confiáveis sobre o processo de produção do disco. Os 

processos que utilizam um controle manual estão sujeitos a possíveis erros e falhas 



10 
 

humanas, gerando desperdícios da matéria prima na produção de aço, além da 

fabricação de produtos com qualidade duvidosa. 

 

1.1 OBJETIVOS 

1.1.1 OBJETIVO GERAL 

A proposta deste trabalho tem como objetivo desenvolver um sistema de controle 

automático para realização de ajustes de inconformidades presentes na camada de 

fundo, como possíveis buracos e áreas de maior desgaste, além de realizar a 

correção da umidade do minério presente na camada, otimizando a quantidade de 

água necessária a ser utilizada no processo de formação das pelotas. 

1.1.2 OBJETIVOS ESPECÍFICOS 

Como objetivos específicos, as propostas deste trabalho são:  

- Estudo e comparação entre os sistemas de redes neurais do modelo Yolo; 

- Pesquisa e verificação do modelo que mais se adapta as necessidades da camada 

de fundo do disco de pelotamento;  

- Comparativo entre os resultados adquiridos com a utilização de outros modelos de 

redes.  

 

1.2 ESTRUTURA DO TRABALHO 

No capitulo 2, é apresentado o referencial teórico que serve como base de 

conhecimento para esse trabalho. O capitulo 3 descreve a metodologia utilizada, 

enquanto os resultados obtidos são demonstrado no capitulo 4. No capitulo 5, é 

realizada a descrição dos principais obstáculos que envolvem esse trabalho e a 

conclusão é realizada no capitulo 6.  

 

 



11 
 

2 REFERENCIAL TEÓRICO 

Neste capítulo será feita a descrição do processo de visão computacional, além da 

abordagem dos modelos de redes neurais do modelo VGG16, Visual Geometry 

Group, e do Resnet50, Deep Residual Network. Também será descrito o processo 

de criação do modelo de rede YOLO, You Only Look Once, e das etapas de 

desenvolvimento que ocorreram e culminou no surgimento da quinta versão desse 

modelo, denominada de Yolov5, modelo base para a realização deste trabalho. 

O detalhamento da estrutura destas ferramentas permitirá um maior entendimento 

sobre o seu princípio de funcionamento e dos aspectos teóricos que fomentam a sua 

metodologia para a realização do processo de análise de imagens. 

 

2.1 VGG16 (VISUAL GROUP GEOMETRY) 

O modelo VGG16 é construído com base em redes neurais artificiais que são 

compostas por múltiplos algoritmos computacionais que analisam as imagens de 

entradas e, a partir da capacidade de aprendizado da rede neural, se torna capaz de 

diferenciar e identificar imagens baseado nas características que apresentam. 

Devido esses recursos, o modelo VGG16 é caracterizado como uma rede de 

classificação de imagens (TAMMINA, 2019). 

Conforme é ilustrado na Figura 1, a estrutura do modelo VGG16 é dividida em duas 

partes, a primeira representa a base do modelo e é composta por 13 camadas 

convolucionais responsáveis por obter matrizes de 64 filtros de Kernel, matrizes 

computacionais de tamanho 3x3 que, com o uso das camadas Max pooling, contém 

o compilado das informações adquiridas da imagem de entrada em cada camada, e 

a segunda representa o topo da estrutura, apresentando duas camadas inteiramente 

conectadas, com o propósito de realizar a obtenção das informações de difícil 

detecção, e a camada de classificação, SoftMax, utilizada para realizar a 

comparação das imagens de entrada com as informações de cada classe de objeto 

definida durante o treinamento (TAMMINA, 2019). 
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Figura 1 – Divisão da estrutura do modelo de rede VGG16. 

 

Fonte: Tammina (2019). 
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2.2 RESNET50 (DEEP RESIDUAL NETWORK) 

A abordagem dos modelos de redes neurais de aprendizado residual busca uma 

maior facilidade de otimização da rede e uma maior precisão devido a sua robusta 

estrutura, geralmente, apresentam elevados números de camadas convolucionais, 

como a ResNet50, um modelo de redes neurais que apresenta 50 camadas 

convolucionais em sua estrutura. Essa robustez é bastante indicada para a 

realização de tarefas de reconhecimento visual (HE; ZHANG; REN; SUN, 2015). 

Além da quantidade de camadas convolucionais, a principal característica das redes 

neurais de aprendizado residual é a conexão de atalhos que ocorrem durante a 

realização do treinamento do modelo (Figura 2). Esse mecanismo consiste em um 

método de propagação contínua das informações obtidas entre camadas, 

possibilitando que a rede possa adquirir um maior número de dados durante o 

treinamento (HE; ZHANG; REN; SUN, 2015). 
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Figura 2 – Arquitetura de rede convolucional (à esquerda) e da rede convolucional 

residual (à direita). 

 

Fonte: He, Zhang; Ren e Sun (2015). 
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2.3 YOLO (YOU ONLY LOOK ONCE) 

O modelo Yolo é composto por um conjunto de redes neurais convolucionais, ou 

Convolutional Neural Networks (CNN), algoritmos computacionais projetados para a 

realização da detecção, classificação ou da segmentação das imagens. Esses 

algoritmos foram desenvolvidos com base no funcionamento do cérebro humano e e 

possue alta capacidade de processamento de informações, sendo utilizado para a 

realização de reconhecimento de imagens e na percepção de padrões existentes. 

(REDMON; DIVVALA; GIRSHICK; FARHADI, 2015). 

A proposta por trás do modelo criado por Joseph Redmon, Santosh Divvala, Ross 

Girshick e Ali Farhadi em 2015 é a análise através da conversão das características 

presentes em uma imagem em um espaço de matrizes computacionais contendo as 

informações mais relevantes que foram identificadas e classificadas, resultando em 

uma ferramenta de visão computacional capaz de realizar a distinção entre 

diferentes tipos de imagens com base nas informações adquiridas.  

A identificação das imagens é obtida com a utilização de um algoritmo de 

aprendizagem que o permitirá elaborar um método de análise a partir das 

informações extraídas e retidas de um conjunto de imagens que servirão como 

referência para os métodos de decisão (REDMON; DIVVALA; GIRSHICK; FARHADI, 

2015). 

Com a criação da primeira versão da Yolo, YoloV1, Redmon possibilitou o 

surgimento de uma rede que pudesse apresentar melhorias em relação aos modelos 

de redes estabelecidos, como as R - CNN e as Fast – CNN, uma vez que necessita 

de um menor tempo para realizar a detecção (REDMON; DIVVALA; GIRSHICK; 

FARHADI, 2015). 

Como mostrado na Figura 3, a principal idéia do mecanismo utilizado no modelo 

Yolo é a divisão de áreas delimitadas, denominadas de bounding boxes, dentro da 

imagem, em que o centro da área é posicionado sobre o objeto detectado a ser 

classificado (REDMON; DIVVALA; GIRSHICK; FARHADI, 2015). 
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Figura 3 – Modelagem do sistema de detecção. A imagem é dividida em uma grade 

S x S. Cada divisão recebe uma bounding box, a confiança da bounding box 

associado a ela e a sua probabilidade de pertencimento a uma determinada classe. 

 

Fonte: Redmon, Divvala, Girshick e Farhadi (2015). 

As caixa delimitadoras, ou bounding boxes, são constituídas da junção das 

coordenadas (x,y) do centro do objeto e do comprimento de sua largura e altura 

(Figura 4).  

Figura 4 – Parâmetros para o estabelecimento de uma bounding Box de uma 

imagem dividida em uma grade 3 x 3. 

 

Fonte: Don Thuan (2021). 
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A arquitetura de processamento de imagens do modelo Yolo é composta por 9 

camadas convolucionais, com as duas últimas camadas se encontrando totalmente 

conectadas (Figura 5). As camadas convolucionais têm como finalidade a extração 

de informações representativas das imagens de entrada capazes de auxiliar no 

processo de identificação de um objeto, como o formato e a coloração, enquanto as 

camadas convolucionais totalmente conectadas são aplicadas para o 

reconhecimento de características de menor evidência que requerem um alto nível 

de processamento de imagens, como a detecção de pequenos acessórios ou traços 

quase imperceptíveis (REDMON; DIVVALA; GIRSHICK; FARHADI, 2015). 

 

Figura 5 – Arquitetura da rede de detecção composta por 9 camadas convolucionais, 

sendo as 2 últimas camadas totalmente conectadas. 

 

Fonte: Redmon, Divvala, Girshick e Farhadi (2015). 
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2.3.1 YOLO9000 

Apesar da inovação trazida pela criação da primeira versão da Yolo, o modelo 

apresentava algumas restrições e pontos de melhoria, como a incapacidade de 

detectar um conjunto de objetos próximos entre si, situação que ocorre na detecção 

de grupos de pessoas e animais (REDMON; DIVVALA; GIRSHICK; FARHADI, 

2015). 

Com o intuito de apresentar um modelo que utilizasse um melhor método de análise 

e realizasse detecções de forma mais rápida que o modelo YoloV1, Joseph 

Redmon, em conjunto com Ali Farhadi, deram origem a segunda versão do modelo 

You Only Look Once, a Yolo9000, ou YoloV2, um ano depois do lançamento do 

modelo anterior, em 2016. 

Conforme mostrado na Figura 6, a YoloV2 demonstrou a capacidade de detectar 

mais de 9000 categorias de objetos em tempo real, superando o desempenho das 

últimas versões dos modelos existentes da ResNet e Faster CNN (REDMON; 

FARHADI, 2016). 

Figura 6 – Comparação da precisão e velocidade de detecção da YoloV2 em relação 

a outras redes.  

 

Fonte: Redmon e Farhadi (2016) 
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A estrutura da rede é composta pela utilização das camadas convolucionais em 

conjuntos com as camadas pooling. As camadas pooling são responsáveis pelo 

recebimento das informações emitidas pelas camadas anteriores e por compactá-las 

de forma otimizada. Como é possível observar na Figura 7, a utilização dessa 

estrutura permitiu que o novo modelo fosse robusto o suficiente para aceitar a 

utilização de imagens de diferentes dimensões após o processo de treinamento da 

CNN (REDMON; FARHADI, 2016). 

Figura 7 – Diversidade de objetos detectados pela Yolov2 em tempo real. 

 

Fonte: Redmon e Farhadi (2016) 

 

Uma das principais métricas de análise da eficiência de uma rede convolucional 

desenvolvida é o mAP (Mean Average Precision), devido a sua representação 

qualitativa da precisão de uma rede a partir da sua capacidade de obtenção de 

quadros de imagens por segundos (Frames Per Second - FPS). 
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Segundo Redmon e Farhadi (2016), o aprimoramento da primeira versão do modelo 

Yolo em conjunto com as melhorias adicionadas resultou em um aumento de 

perfomance capaz de torná-lo equiparável ou até mesmo superior em comparação 

ao desempenho de diferentes modelos de redes aprimorados, como o Faster R-CNN 

VGG-16, Faster R-CNN ResNet e o SSD500 (Figura 8).  

 

Figura 8 – Comparação da velocidade e precisão da YoloV2 em relação aos 

métodos de detecção anteriores em diferentes resoluções. 

 

Fonte: Redmon e Farhadi (2016) 

 

A base estrutural da YoloV2 é composta por 19 camadas convolucionais e 5 

camadas de maxpooling, sendo denominada de Darknet-19, com a utilização do 

WordNet (Figura 9). 
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Figura 9 – Estrutura da YoloV2 com 19 camadas convolucionais e 5 camadas de 

maxpooling. 

 

 

Fonte: Redmon e Farhadi (2016) 

 

O WordNet é uma linguagem de banco de dados responsável por estruturar a 

correlação de conceitos relacionados (Figura 10). A combinação do banco de 

imagens para o treinamento com o banco de dados correlacionais, permitiu que o 

modelo Yolo pudesse realizar, além da detecção, a classificação de objetos. Tal 

combinação permite a integração entre os conceitos visuais obtidos da detecção 

com o mapeamento das classes do conjunto de dados (REDMON; FARHADI, 2016). 
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Figura 10 - Estrutura do WordTree com o mapeamento das classes do conjunto de 

dados. 

 

Fonte: Redmon e Farhadi (2016) 

 

2.3.2 YOLOV3 

Em 2018, Joseph Redmon e Ali Farhadi apresentaram ao mundo a terceira versão 

do modelo You Only Look Once, a Yolov3. A nova versão não apresentou melhorias 

ou mudanças significativas ao modelo Yolo, tendo como objetivo apenas realizar 

alterações capazes de aprimorar a YoloV2. 

Os estudos realizados por Redmon e Farhadi demonstraram que um aumento no 

número de camadas convolucionais com conexões mais curtas entre si, possibilitaria 

um melhor funcionamento da rede. 

A principal alteração foi efetuada na nova estrutura da rede (Figura 11), modificando 

a estrutura com 19 camadas convolucionais para uma com 53 camadas, 

representando um avanço em relação à eficiência da versão anterior do modelo. A 

nova estrutura foi denominada de Darknet-53 (REDMON; FARHADI, 2018). 
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Figura 11 – Estrutura da YoloV3, a denominada de Darknet53. 

 

Fonte: Redmon e Farhadi (2018) 

 

2.3.3 YOLOV4 

Os principais pontos de melhoria abordados durante o desenvolvimento da quarta 

versão do modelo Yolo, a YoloV4, foram a velocidade de processamento e a 

velocidade de detecção em tempo real. As demais redes neurais existentes 

requeriam um elevado número de Unidades de Processamento Gráfico, GPU’s, para 

realização do treinamento da rede e não operavam de forma eficiente em detecções 

de tempo real (BOCHOKNOVSKIY; WANG; LIAO, 2020). 

Em abril de 2020, a YoloV4 foi criada e projetada por Alexey Bochoknovskiy, Chien-

Yao Wang, e Hong-Yuan Mark Liao para realizar e a detecção de objetos em tempo 

real com a utilização de uma GPU convencional. Dessa forma, o modelo Yolo 

poderia ser utilizado em massa a um preço acessível, se tornando mais eficiente e 

adequado para operações com uma única GPU. Como é possível observar na 
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Figura 12, a melhoria apresentada permitiu que todos que aqueles que possuíssem 

uma GPU 1080 Ti, ou 2080 Ti, pudessem treinar um detector de objetos rápido e 

preciso. A Figura 10 apresenta comparação do estado de arte da YoloV4 com outras 

redes, evidenciando a sua eficiência e velocidade em relação a outros modelos. 

Figura 12 – Comparação do estado de arte da YoloV4 com outras redes, 

 

Fonte: Alexey Bochoknovskiy, Chien-Yao Wang, e Hong-Yuan Mark Liao (2020) 

Alexey Bochoknovskiy, Chien-Yao Wang, e Hong-Yuan Mark Liao afirmam que a 

estrutura escolhida para essa versão consiste na busca por um equilíbrio ideal entre 

a resolução da rede de entrada, o número de camadas convolucionais, o número de 

parâmetros e o número de saídas de camada. A estrutura elegida foi o 

CSPDarknet53 por apresentar o equilíbrio requerido em comparação com outras 

estruturas e possuir os critérios necessários de suporte para uma rede de detecção, 

como um alto valor de resolução de entradas, além de um elevado número de 

camadas e parâmetros (Figura 13). 

Figura 13 – Parâmetros da rede neural para classificação de imagens. 

 

Fonte: Alexey Bochoknovskiy, Chien-Yao Wang, e Hong-Yuan Mark Liao (2020) 
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Outras melhorias realizadas para aumentar o desempenho da YoloV4 em uma GPU 

única foi a inclusão de dois métodos de aumento de dados, o Mosaic e o Self – 

Adversarial Training (SAT). O Mosaic é o método de treinamento responsável por 

mesclar 4 imagens diferentes, visando aumentar a eficiência da rede para a 

detecção de objetos em condições anormais. O Self – Adversarial Training (SAT) 

também se baseia na modificação de imagens de treinamento para aumento de 

dados composta de duas etapas. Na primeira etapa, a rede neural realiza 

modificações na imagem de treinamento ao invés de realizar os ajustes dos pesos 

da rede. Na segunda etapa, a rede é treinada para realizar a detecção de objetos na 

imagem modificada. Esse método é utilizado para que a rede possa estar preparada 

para a realização de imagens que sofreram alterações ou distorções 

(BOCHOKNOVSKIY; WANG; LIAO, 2020). 

 

As melhorias adicionadas permitiram que mais uma vez o modelo Yolo apresentasse 

um desempenho superior aos principais modelos concorrentes (Figura 14). 
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Figura 14 – Comparação da precisão e velocidade de diferentes objetos de 

detecção. 

 

Fonte: Alexey Bochoknovskiy, Chien-Yao Wang, e Hong-Yuan Mark Liao (2020) 
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2.3.4 YOLOV5 

Um mês após o lançamento do YoloV4, o pesquisador Glenn Jocher anunciou a 

criação do quinto modelo do Yolo, o YoloV5. Jocher participou da elaboração do 

YoloV4, sendo responsável pela aplicação dos métodos de aumento de dados de 

treinamento. Devido ao seu nível de participação no desenvolvimento do Yolov4 e 

do Yolov5, as duas versões apresentam um elevado nível de similaridades entre si, 

essa característica implica que a quinta versão não possa ser considerada uma 

evolução da versão anterior (DO THUAN, 2021).  

De acordo com Do Thuan (2021), apesar de ser nomeado como Yolov5, essa 

denominação foi feita apenas para evitar possíveis conflitos e enganos em relação à 

versão lançada anteriormente, não possuindo um artigo referente ao seu processo 

de criação e desenvolvimento. A principal mudança promovida por Jocher na Yolov5 

foi a utilização da linguagem de programação Python, diferindo das versões 

anteriores que eram constituídos em linguagem de programação C. 

A utilização de uma linguagem de programação de código fonte aberto e com uma 

ampla comunidade como o Python, potencializou a utilização e a evolução do 

modelo Yolo. Por ser um código aberto, ou seja, gratuito, e de fácil implantação, a 

linguagem Python tornou o modelo em uma ferramenta acessível e utilizada 

amplamente em projetos acadêmicos e em atividades industriais. Sua utilização em 

diversos segmentos garantiu o desenvolvimento de programas e bibliotecas 

complementares para diversas aplicações do Yolo, permitindo um contínuo 

aprimoramento do modelo. 
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2.4 PRODUÇÃO DE PELOTAS 

A produção de pelotas é tida como um dos processos essenciais para a indústria 

siderúrgica, sendo constante alvo de investimentos e de aumento de produção em 

escala global devido a sua capacidade de beneficiamento do minério e pelo baixo 

número de reservas de minério de alto teor de ferro (Figura 15). Com isso, a 

necessidade de extração de minérios mais pobres, que ao serem convertidos em 

partículas finas abaixo de 0.15mm, são utilizadas no processo de pelotização, 

gerando as pelotas de minério de ferro, pequenas esferas que possuem entre 8mm 

e 16mm de diâmetro e apresentam as propriedades metalúrgicas, químicas e físicas 

necessárias para a sua utilização em processos siderúrgicos (MOURÃO, 2017). 

Figura 15 – Evolução da capacidade de produção de pelotas. 

 

Fonte: Mourão (2017) 
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Conforme mostrado na Figura 16, o processo industrial para a produção de pelotas 

de minério de ferro pode ser dividido em três estágios. 

Figura 16 – Principais estágios do processo de produção de pelotas. 

 

Fonte: Mourão (2017) 

O primeiro estágio, beneficiamento do minério, consiste em realizar o tratamento do 

minério de ferro extraído, convertendo em material fino para ser utilizado no disco de 

pelotamento. O principal método de processamento utilizado é a moagem, operando 

de forma a obter um material fino com umidade entre 8% e 10% (MOURÃO, 2017). 

No estágio de mistura e pelotamento, é adicionado ao minério fino um elemento 

aglomerante, como a bentonita, capaz de propiciar a formação das pelotas no disco 

de pelotamento. Todo o material enviado ao disco passa por misturadores 

industriais, equipamentos responsáveis por manter uma relação de homogeneidade 

entre e o material fino e o aglomerante (MOURÃO, 2017). 

No terceiro estágio ocorre a queima das pelotas produzidas no disco de 

pelotamento, também denominadas de pelotas cruas. Essa etapa é caracterizada 

como a consolidação final do produto, apresentando os maiores custos relacionados 

ao processo de produção devido à utilização de fornos industriais para retirada do 

teor de umidade das pelotas. As pelotas cruas são inseridas em fornos de alta 

temperatura, entre 1250 ºC e 1350 ºC, adquirindo resistência mecânica e as 
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características metalúrgicas desejáveis para a geração de ferro gusa, que após ser 

tratado em aciarias, dá origem ao aço. Os fornos apresentam diferentes regiões para 

diferentes atividades, como a secagem, a queima e o resfriamento das pelotas 

produzidas (MOURÃO, 2017). 

Os processos de pelotização de minério de ferro são atividades intensivas em 

consumo de energia, elétrica ou térmica (calor). Para a obtenção de pelotas de boa 

qualidade, as pelotas cruas necessitam ser aquecidas a temperaturas médias da 

ordem de 1300 ºC, de forma que várias reações físicas e químicas ocorram e a 

consolidação do aglomerado seja obtida. A energia térmica responde por uma 

parcela significativa do custo de transformação associado à pelotização. Em um 

circuito produtivo que inclua a moagem do minério de ferro, o custo de energia 

térmica pode chegar a valores correspondentes a 30% e 40% dos custos de 

produção de pelotas (MOURÃO, 2017). 

 

2.4.1 PROCESSO DE PELOTAMENTO 

Conceitualmente, a pelotização, também denominada de pelotamento, consiste na 

mistura úmida de finos de minério de ferros concentrados na fração menor que 

0.149 mm com quantidades pré-definidas de aglomerante, óxidos básicos, e 

energéticos, seguida de rolamento em disco ou tambor, que pela ação da tensão 

superficial de capilaridade, promove a formação de um aglomerado esférico de 

tamanho entre 8 e 18 mm. As pelotas, que depois de submetidas a um tratamento 

térmico específico, apresentam elevada resistência mecânica ao manuseio, e 

propriedades metalúrgicas superiores quando submetidas ao processo de redução. 

(FONSECA; CAMPOS, 2018). 

Os principais equipamentos industriais utilizados para a pelotização são os tambores 

e discos de pelotamento (Figura 17). Os discos de pelotização são mais utilizados, 

em vista de sua maior simplicidade. O tamanho das pelotas cruas pode ser ajustado, 

através das variáveis de controle nessa operação, tais como: taxa de produção, 

inclinação, velocidade do disco, dentre outras. Antes de entrarem no forno, as 

pelotas cruas são peneiradas, sendo retirados os finos e os grossos, os quais são 

recirculados no processo (MOURÃO, 2017). 
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Figura 17 – Tambor de pelotamento (A) e Disco de pelotamento(B). 

 

Fonte: Fonseca e Campos (2018) 

 

Segundo Fonseca e Campos (2018), a principal variável a ser controlada no disco 

de processamento é o tempo de residência do material dentro do prato pelotizador. 

Este parâmetro é influenciado diretamente pelas seguintes variáveis operacionais do 

disco: a taxa de alimentação, a velocidade de rotação, o ângulo de inclinação, 

profundidade útil, posição dos raspadores, a espessura da camada de fundo e a 

posição do ponto de alimentação. Normalmente, quanto maior é a taxa de 

alimentação, menor será a densificação dos mesmos e como consequência, haverá 

a tendência de os aglomerados apresentarem uma menor resistência mecânica e 

um menor tamanho. 

Fonseca e Campos (2018) afirmam que os principais fatores que influenciam na taxa 

de crescimento dos aglomerados e que devem ser controlados e mantidos o mais 

constante possível durante o processo de pelotização são: 

Quantidade de água utilizada: No processo de pelotamento, o crescimento ocorre 

devido à plasticidade e a molhabilidade da superfície dos grânulos que contêm 

quantidade de líquido no intervalo teórico de saturação. Assim, pequenas variações 

no conteúdo de líquido causam variações na plasticidade do aglomerado e na 

condição de deformar e coalescer por meio das pontes líquidas da superfície do 

grão (FONSECA; CAMPOS, 2018). 

Velocidade de rotação do equipamento: O mesmo efeito sobre a plasticidade é 

notado quando a velocidade de rotação do equipamento é mantida muito abaixo do 
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valor da velocidade crítica (velocidade onde ocorre o levantamento do material sem 

permitir o efeito de rolamento no interior do disco), levando a um tempo maior para 

se obter o aglomerado no tamanho adequado. Velocidades de rotação do disco e 

taxas de alimentação excessivas podem produzir um crescimento muito rápido e 

incontrolável das pelotas devido à ação de cascatas e pulverização dos 

aglomerados de maior tamanho. Um crescimento excessivo e rápido gera um 

produto sem forma, de alta porosidade interna e de baixa resistência (FONSECA; 

CAMPOS, 2018). 

Taxa de alimentação do material do disco: A taxa de crescimento das pelotas é 

diretamente proporcional a taxa de alimentação. Contudo, elevadas taxas de 

alimentação geram pelotas com menor resistência e que se desfazem no momento 

seguinte à saída do disco, gerando assim, partículas finas e fora do tamanho 

desejado (FONSECA; CAMPOS, 2018). 

Distribuição de tamanho das partículas do material alimentado: Se a 

distribuição granulométrica é ampla, ou seja, variando desde a fração menor que 

10 m até a fração passante em 0.044 mm, a resistência dos aglomerados é alta 

devido ao melhor empacotamento e ao grande número de pontos de contato, 

alterando a porosidade dos aglomerados (o que influencia nas propriedades das 

pelotas queimadas) e modificando seu comportamento durante o crescimento. Se a 

distribuição granulométrica é estreita, a resistência é menor devido ao menor 

número de pontos de contato (FONSECA; CAMPOS, 2018). 

Tensão superficial do líquido: Quanto maior a tensão superficial da água presente, 

maior será a resistência do aglomerado formado. A temperatura do líquido influencia 

na sua tensão superficial e, portanto, a temperatura é inversamente proporcional a 

resistência da pelota (FONSECA; CAMPOS, 2018). 

Presença de sementes ou micronúcleos: A cinética do processo é alterada pela 

adição de sementes recicladas, pequenas pelotas de minério de ferro em estágio 

inicial de formação proviniente de pelotamentos realizados anteriormente, uma vez 

que as mesmas sequestram material fino e crescem pela formação de camadas 

(FONSECA; CAMPOS, 2018). 
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Figura 18 – Etapas de formação das pelotas. 

 

Fonte: Fonseca e Campos (2018) 

Na formação das pelotas cruas, nos discos ou tambores de pelotamento, o teor de 

umidade da mistura de minério de ferro e aditivos devem ser ajustados ao ponto 

ótimo (Figura 18). Um valor aquém desse ponto conduz à formação de pelotas cruas 

de qualidade inferior e à perda de produtividade no pelotamento. Por outro lado, um 

excesso de umidade prejudica a etapa seguinte de queima das pelotas, pois esse 

excedente tem de ser evaporado, causando aumento do consumo de energia 

térmica no forno. A rigor, o teor de umidade ótima deve ser determinado para cada 

composição de mistura a ser pelotizada. No entanto, não há ensaios de laboratório 

padronizados para tal (MOURÃO, 2017). 

Ao buscar uma maior eficiência nos equipamentos utilizados para a produção de 

pelotas de minério de ferro, Leonardo Siqueira, Renata Muller e Viviane Leal (2018), 

afirmam que os principais parâmetros que influenciam no desempenho do disco de 

pelotamento (Figura 19), são: 

Camada de fundo: A camada de minério existente no fundo do disco, tem a 

função de garantir estabilidade durante a trajetória do minério até a formação da 

pelota. A sua uniformidade é que garante que as pelotas tenham boa formação. 

A altura da camada de fundo determinará a altura útil do disco, influenciando 

diretamente na região total para formação das pelotas, tempo de residência 

(SIQUEIRA; MULLER; LEAL, 2018). 
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Raspadores: Os raspadores têm por função nivelar a camada de fundo do disco 

e definir a trajetória do minério alimentado até a formação da pelota, 

influenciando diretamente no tempo de residência no interior do disco. 

(SIQUEIRA; MULLER; LEAL, 2018). 

Inclinação do disco: Assim como a altura da camada de fundo, a inclinação do 

disco influencia diretamente no tempo de residência das pelotas no interior do 

disco. Em algumas plantas de pelotização este parâmetro pode ser controlado 

automaticamente. (SIQUEIRA; MULLER; LEAL, 2018). 

Figura 19 – Principais parâmetros do disco de pelotamento 

 

Fonte: Siqueira, Muller e Leal (2018) 

 

2.5 CAMADA DE FUNDO 

A finalidade do acúmulo de minério de ferro no fundo de disco na forma de camada 

é proporcionar uma pista de rolamento plana e uniforme, sem ressaltos, para a 

formação de pelotas que apresentem a maior esfericidade possível, dentro da 

especificação granulométrica desejada pelo cliente e de proteger o disco contra um 

possível contato entre a parte metálica do fundo e os raspadores (BRAVIM; MAX; 

COSTA; REIS; STEGMILLER; HERZOG; JESUS, 2010). 
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Entretanto, como é de conhecimento dos profissionais e pesquisadores no assunto, 

em muitos casos, a mistura a ser pelotizada não possui propriedades adequadas 

para o processo de pelotização, por exemplo, a elevada resistência à deformação 

plástica e elástica. Este inconveniente ocorre, principalmente, devido à alta umidade 

e fragilidade do material usado na confecção da camada de fundo do disco, isto 

ocorre por ser constituída basicamente da mistura a ser pelotada (minério moído, 

fundentes e aglomerantes), e frequentemente se solte desta camada de fundo 

causando trincas e rachaduras (BRAVIM; MAX; COSTA; REIS; STEGMILLER; 

HERZOG; JESUS, 2010). 

Desta forma, à medida que são identificados esses problemas nas laterais e na 

camada de fundo do disco, ocorre uma elevada perda de produção equivalente à 

produção do disco devido a parada para a realização da manutenção da camada. 

Além, da dificuldade no atendimento granulométrico das pelotas produzidas 

(BRAVIM; MAX; COSTA; REIS; STEGMILLER; HERZOG; JESUS, 2010). 

A fim de sanar esses inconvenientes, os centros de pesquisas, cada vez mais, 

procuram desenvolver mecanismos capazes de reduzir os fatores que acarretam as 

perdas na produção para a empresa, com o objetivo de obter uma camada capaz de 

prover revestimento para discos e tambores de pelotamento de minério de ferro e 

uma disposição construtiva para disco de pelotização que garantam ao processo de 

pelotamento uma uniformidade na formação das pelotas (BRAVIM; MAX; COSTA; 

REIS; STEGMILLER; HERZOG; JESUS, 2010). 

Entre os principais benefícios e vantagens da utilização de uma camada de fundo 

em perfeito estado, é possível citar o maior atendimento às exigências de qualidades 

físicas das pelotas produzidas, a diminuição do tempo de parada para manutenção, 

evitando perdas de produção, redução do consumo de energia calorífica nos fornos 

industriais e o aumento da capacidade de especificação das pelotas (BRAVIM; MAX; 

COSTA; REIS; STEGMILLER; HERZOG; JESUS, 2010). 
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3 METODOLOGIA 

Neste capítulo será realizado a descrição do processo de aperfeiçoamento da rede 

neural desenvolvida e da criação do sistema supervisório a ser implementado, 

podendo ser dividido em três etapas referentes ao trabalho de pesquisa e análise 

até atingir os objetivos propostos para este trabalho.  

O estudo realizado no processo de pelotamento indicou que os principais fatores 

que afetam a camada de fundo do disco e, consequentemente, a qualidade do 

pelotamento e das pelotas produzidas, são: o nível de umidade da camada e a 

presença de falhas, trincas ou buracos em sua superfície. Para a obtenção de uma 

rede neural capaz de realizar a análise do estado da camada de fundo do disco de 

pelotamento, foi necessária a construção de um banco de dados, também 

denominado de dataset.  

Trata-se do conjunto de dados que possui a informação dos objetos dos quais a 

rede deve reconhecer, este conjunto de dados é passado para a rede no 

treinamento permitindo que ela aprenda a reconhecer os objetos anotados no 

dataset. Para que uma rede tenha uma boa precisão na segmentação dos objetos, é 

necessário um dataset robusto, com milhares de imagens, além de intenso 

treinamento, o que pode demandar muito tempo e consumir muito processamento 

(SANTOS, 2021). 

A anotação das imagens do dataset permite organizar os objetos a serem 

detectados a partir do grupo ou categoria que pertencem, facilitando a identificação 

dos objetos através da rede neural. Para a construção de um dataset robusto e 

diversificado para o desenvolvimento deste trabalho, foram utilizadas 1023 imagens 

da camada de fundo do disco de pelotamento em diferentes situações, como em 

ambientes escuros, imagens focando em diferentes áreas da camada e em 

ambientes com elevada luminosidade. Outro aspecto considerado durante a 

formação do banco de dados foi à presença de minério residual e a formação de 

uma pasta restauradora, essa pasta surge da combinação da água com pequenas 

quantidades de minérios inseridos para a correção de eventuais falhas e buracos na 

camada (Figura 20). 
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Figura 20 – Diversificação das imagens do banco de dados da camada de fundo do 

disco de pelotamento. 

 

 

 
 

Fonte: Próprio autor. 
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3.1 PRIMEIRA ETAPA DE DESENVOLVIMENTO 

A proposta inicial deste trabalho consistia no desenvolvimento de uma rede neural 

capaz de realizar a verificação da quantidade de água presente na camada de fundo 

do disco de pelotamento. Para isso foi estabelecido a classificação da quantidade de 

água em 3 diferentes categorias: Seca, Parcialmente Úmida e Úmida. 

Figura 21 – Camada de fundo de minério de ferro do disco de pelotamento seca. 

 

Fonte: Próprio autor. 

 

Figura 22 – Camada de fundo de minério de ferro do disco de pelotamento 

parcialmente úmida. 

 

Fonte: Próprio autor. 
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Cada grupo era definido com base na quantidade de água correspondente, como 

mostrado na Figura 21, Figura 22 e na Figura 23. O grupo constituído pela camada 

Úmida indicava quando a camada de fundo estava totalmente encharcada, 

simbolizando que água responsável pela presença de umidade havia alcançado toda 

a região interna do disco e que a sua inserção deveria ser interrompida. 

Figura 23 – Camada de fundo de minério de ferro do disco de pelotamento 

completamente úmida. 

 

Fonte: Próprio autor. 

 

Com o objetivo de obter uma rede que apresentasse uma considerável capacidade 

de identificação, foi utilizado a ferramenta de programação Google Colab para o 

desenvolvimento de uma rede do modelo VGG16 (Anexo A). 

Ainda que o modelo VGG16 seja um dos modelos de redes neurais mais 

estabelecidos em função da sua utilização, como mostrado na Figura 24 e na Figura 

25, os resultados obtidos durante o seu treinamento indicaram que a sua aplicação 

não incluiria o nível de confiabilidade esperado no processo. 
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Figura 24 – Acurácia adquirida pelo modelo VGG16 após o treinamento. 

 

Fonte: Próprio autor. 

 

 

Figura 25 – Imprecisão do modelo VGG16 adquirida após o treinamento. 

 

Fonte: Próprio autor. 
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3.2 SEGUNDA ETAPA DE DESENVOLVIMENTO 

Buscando uma estrutura de rede conceituada e que apresentasse uma maior 

robustez, foi realizada a elaboração de uma rede baseada no modelo Resnet50, 

reconhecida pela sua elevada precisão em comparação com outras redes utilizadas 

para a classificação de objetos (ANEXO B). 

 

Contudo, após o treinamento, os dados obtidos da rede desenvolvida, exibidos na 

Figura 26 e na Figura 27, fomentaram a necessidade de um modelo de maior 

capacidade de processamento, robustez, velocidade de detecção e classificação, 

culminando na escolha pelo modelo Yolov5 (ANEXO C). 

 

Figura 26 – Acurácia da rede do modelo Resnet50 adquirida após o treinamento. 

 

Fonte: Próprio autor. 
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Figura 27 – Imprecisão da rede do modelo ResNet50 adquirida após o treinamento. 

 

Fonte: Próprio autor. 

 

3.3 ETAPA FINAL 

De forma a utilizar todo o potencial do modelo de rede Yolo, foi feita uma ampliação 

da proposta deste trabalho, englobando a detecção de falhas e buracos na 

superfície da camada de minério de ferro com a sua classificação de acordo com a 

quantidade de água presente, dividida em 3 grupos, removendo o grupo 

“Parcialmente Úmida”. Assim, as categorias relacionadas à umidade foram divididas 

em: Seca, Umidade Baixa e Úmida. 

As marcações das imagens para a montagem do banco de dados, Dataset, foi feita 

através da marcação da área preenchida pela camada de fundo no interior do disco, 

classificando o seu nível de umidade de acordo com a quantidade de água presente 

na imagem, conforme mostrado na Figura 28, Figura 29 e Figura 30.  Em paralelo ao 

controle de umidade, também é feito a detecção de inconformidades físicas da 

camada do disco. De modo a diferenciar os danos a integridade da camada, foi feita 

a classificação das inconformidades em duas categorias: Buraco e Desgaste. 

A categoria “Buraco” apresenta o maior fator de risco para ao processo de 

pelotamento, necessitando de correção imediata, enquanto a categoria “Desgaste” 
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possui um baixo nível de urgência devido a sua reparação natural que ocorre 

durante o início da pelotização. 

 

Figura 28 – Marcação da camada de fundo de minério de ferro do disco de 

pelotamento seca e com presença de inconformidades. 

 

Fonte: Próprio autor. 
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Figura 29 – Marcação da camada de fundo de minério de ferro do disco de 

pelotamento com baixa umidade e com presença de inconformidades. 

 

Fonte: Próprio autor. 

 

 

Figura 30 – Marcação da camada de fundo de minério de ferro do disco de 

pelotamento completamente úmida. 

 

Fonte: Próprio autor. 
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Ampliação da proposta inicial propiciou o controle de todos os principais fatores que 

afetam o estado da camada de fundo do disco de pelotamento e no estabelecimento 

de um padrão de operação que garantisse uma maior qualidade ao processo de 

pelotamento e das pelotas produzidas. O processo de treinamento da rede neural 

apresentou resultados que reforçaram a escolha do modelo Yolo e evidenciaram a 

sua capacidade de utilização em processos industriais (Figura 31).  

Figura 31 – Resultado do nível de precisão e confiança adquirido pela rede 

desenvolvida utilizando a quinta versão do modelo Yolo. 

 

Fonte: Próprio autor. 

Após testes de validação da rede desenvolvida, foi efetuada a criação de um 

sistema supervisório capaz de realizar o controle automático e a adequação da 

camada. 

Para o desenvolvimento do controlador e de uma interface de controle de alto 

desempenho foi utilizado o ambiente computacional do Labview (Laboratory Virtual 

Instrumentation Engineering Workbench), um software de sistemas criado 
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especificamente para aplicações da área de engenharia, como controle e simulação 

de processos. 

O ambiente de programação do Labview é feito utilizando uma linguagem de 

programação gráfica que permite a criação de uma interface homem máquina 

através de configurações simplificadas capazes de atender as necessidades do 

usuário. Com ele, podemos montar gráficos e painéis que permitam uma eficiente 

visualização das informações apresentadas. 

O software possibilita a criação de algoritmos que possam ajudar a análise e o 

tratamento dos dados obtidos do processo. Os principais recursos utilizados para a 

realização deste trabalho foram às estruturas de blocos de controle e o uso da 

linguagem de programação C. 

O supervisório projetado no Labview é responsável pelo acionamento do motor de 

rotação do disco, da bomba de injeção de água e da correia transportadora de 

minério. A rede neural é responsável pelo envio da informação referente as 

detecções realizadas e indicadas através de sinais luminosos na tela. (Figura 32).  
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Figura 32 – Sistema supervisório da camada de fundo do disco de pelotamento. 

 

Fonte: Próprio autor. 

 

Caso a rede neural identifique que a camada se encontra seca, a tela da interface 

homem máquina, IHM, do Labview, realiza a indicação que a camada está seca, 

acionando o motor de rotação em conjunto com a bomba de água. 

Enquanto a água injetada pela bomba umidifica a camada, as pás do disco em 

conjunto com o movimento de rotação do mesmo distribuem água de forma 

gradativa no interior do disco. Ao detectar um pequeno acúmulo de água na 

camada, a IHM indica o nível de umidade baixa. Isso ocorre devido ao sinal 

numérico de valor 1 enviado da rede de detecção para o supervisório. 

Com a contínua injeção de água, em determinado momento, a camada estará com 

uma quantidade de água acima da categoria de baixa umidade, mas ainda não 

estará totalmente úmida. Nesse caso, a rede neural sinaliza que a camada de fundo 

está totalmente úmida, mas com baixo nível de confiabilidade. Nessa situação, tela 

IHM sinaliza que o nível de umidade presente no disco é médio.  
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Quando a camada estiver completamente encharcada, a bomba de água deixará de 

atuar e será realizada a contagem do tempo de homogeneização da água no interior 

do disco. Caso a distribuição da água se mantenha uniforme durante 1 minuto, é 

possível afirmar que a camada de fundo se encontra totalmente úmida e pronta para 

o processo de pelotamento. Se a quantidade de água não se mantiver constante, 

apresentando regiões mais secas em relação a outras, significa que a camada não 

está totalmente úmida e, consequentemente, o processo de umidificação será 

reiniciado com o acionamento da bomba até que a camada apresente a umidade 

requerida. 

Devido ao contínuo movimento de rotação do disco, impedindo uma detecção 

estável das falhas presentes na camada, o método utilizado para a verificação da 

presença de buracos ou desgastes é a partir da contagem dos mesmos. Caso a 

rede realize a detecção de um tipo de falha “Buraco” dez vezes, será possível 

confirmar a existência de inconformidades. 

A partir da confirmação de buracos, a correia transportadora de minério de ferro será 

acionada e desligada de forma intervalada a cada 5 segundos. Em cada 

acionamento, será feito a inserção de, aproximadamente, 80 gramas de minério de 

ferro no disco. A combinação da água, do minério inserido, das pás e do movimento 

de rotação do disco realiza a correção da camada de fundo de forma natural até que 

a superfície esteja totalmente restaurada. Ao garantir que a camada de fundo esteja 

em perfeitas condições, é possível obter uma maior eficiência no uso da matéria 

prima utilizada para a geração de pelotas de minério de ferro. 
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4 RESULTADOS 

Após a realização de diversos testes e do processo de pelotamento, foi possível 

identificar a correção dos fatores responsáveis pela diminuição da qualidade das 

pelotas de minério de ferro produzidas, aumentando a eficiência do processo de 

produção de pelotas. 

Como esperado o supervisório consegue realizar a detecção das incorfomidades, 

como a presença de buracos, zonas de desgaste e umidade da camada, como 

mostrado na Figura 33, e iniciar o processo de correção. 

Com o intuito de facilitar o uso da IHM por possíveis operadores, as marcações, ou 

bounding boxes, referentes ao nível de umidade foram desabilitadas, de forma que a 

exibição de umidade fosse indicada apenas pela ativação dos sinais de detecção. 

Figura 33 – Detecção de buracos e zonas de desgaste na camada de fundo. 

 

Fonte: Próprio autor. 
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Conforme é demonstrado na Figura 34, ao detectar as inconformidades citadas, o 

controlador irá acionar a injeção de água e ativar a correia transportadora de 

minério.  

Figura 34 – Início do processo de correção da camada de fundo. 

 

Fonte: Próprio autor. 

A combinação da água e minério no interior do disco, gera uma pasta de minério de 

ferro capaz de ajustar toda a superfície da camada de forma contínua, eliminando 

distorções e auxiliando no ajuste do nível de umidade (Figura 35)    
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Figura 35 – Presença da pasta responsável pela modelagem e ajuste da camada. 

 

Fonte: Próprio autor. 

Após a finalização do ajuste e correção da camada, é obtida uma camada de fundo 

sem deformações e com o nível ideal de umidade superficial capaz de favorecer a 

produção de pelotas (Figura 36).   

Figura 36 – Resultado do pelotamento após a preparação da camada de fundo. 

 

Fonte: Próprio autor. 
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Além do resultado obtido do pelotamento feito com a camada de fundo preparada, 

como mostrado na Figura 37, é importante ressaltar que as ações de controle 

desenvolvidas mostraram capacidade de otimizar a utilização da água e da 

quantidade de minério necessárias para o pelotamento, resultando em uma maior 

economia no processo, impactando nos gastos energéticos na etapa de secagem 

das pelotas nos fornos industriais, que em conjunto com a etapa de queima das 

pelotas representam as maiores despesas na indústria de pelotização. 

 

Figura 37 – Resultado do pelotamento após a preparação da camada de fundo. 

 

Fonte: Próprio autor. 
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5 DISCUSSÃO 

Um dos principais obstáculos para a conclusão deste trabalho foi o alto nível de 

complexidade na definição do limite de transição entre a camada com um nível 

médio de umidade e quando a mesma se encontrava totalmente úmida. Tal 

complexidade motivou a exclusão da categoria de umidade média entre os grupos 

de classificação de umidade. 

Isso se deve ao ponto de iminência da transição entre os dois estados, em que a 

umidade não estava em um nível médio, mas ainda não estava totalmente úmida. 

Esse ponto de divergência ocasiona em uma classificação que não estava coerente 

com a realizada pelo operador do disco, o qual possui uma vasta experiência do 

processo de pelotamento e auxiliou no desenvolvimento deste trabalho através da 

identificação e classificação dos fatores relacionados à camada de fundo do disco 

(Figura 38). 

 

Figura 38 – Camada de fundo de minério de ferro do disco de pelotamento no ponto 

de transição de umidade média para totalmente úmida. 

 

Fonte: Próprio autor. 
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Outro obstáculo encontrado foi à dificuldade de validação dos resultados obtidos 

devido à inexistência de valores quantificados e comprovados para a realização do 

ajuste de umidade, sendo necessário estabelecer os parâmetros que garantem uma 

camada de fundo capaz de atender os níveis de umidades requeridos no processo 

através da realização de testes de produção de pelotas com o disco, além da 

comparação das informações obtidas por meio de visitas técnicas de profissionais 

experientes na operação do disco. 
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6 TRABALHOS FUTUROS 

Para trabalhos futuros, é sugerido estudos mais aprofundados sobre a construção 

de uma camada de fundo para disco de pelotamento mais eficiente e resistente, 

visando a redução dos danos físicos inerentes ao processo de pelotramento, além 

de uma análise capaz de estabelecer parâmetros exatos sobre a quantidade de 

água ideal para a umidificação da camada. 
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7 CONCLUSÃO 

A utilização de um sistema inteligente para o controle e supervisão da camada de 

fundo se mostrou incrivelmente relevante para o processo de produção através da 

redução do tempo de geração de pelotas e o aumento da sua qualidade. O uso de 

ferramentas computacionais capazes de reproduzir a lógica de pensamento 

humano, como as redes neurais do modelo Yolo, permitiu o desenvolvimento de um 

método de controle automático personalizado para o disco de pelotamento 

responsável por potencializar o seu funcionamento por meio do aumento de 

produtividade. 

Apesar do método de controle automático, o operador possui controle sobre as 

ações a serem efetuadas pelo sistema supervisório, com liberdade para a realização 

de eventuais modificações que julgue necessário, como o aumento ou a diminuição 

do tempo de análise para a verificação da umidade da camada de fundo, além de 

mudanças na quantidade de minério de ferro e de água inseridos para a 

manutenção do estado da camada. 

Desse modo, é possível comprovar a efetividade dos modelos de redes neurais em 

aplicações industriais e o seu impacto significativo em ambientes de produção que 

requerem um alto nível de abstração para a realização de análises e tomadas de 

decisão. 
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ANEXO A - Código da Rede do Modelo VGG16 

#Acesso ao Dataset presente no Google Drive 

 

from google.colab import drive 

drive.mount('/content/drive') 

 

#Importe das Bibliotecas Acesso ao Dataset presente no Google Drive 

 

import os 

import cv2 

from PIL import Image 

import tensorflow as tf 

from keras import backend as K 

from keras.models import load_model 

from tensorflow.keras.optimizers import Adam, RMSprop 

from tensorflow.keras.callbacks import ReduceLROnPlateau 

from tensorflow import keras 

from tensorflow.keras.preprocessing.image import ImageDataGenerator 

import cv2 

from keras.utils import np_utils 

from sklearn.metrics import classification_report 

import matplotlib.pyplot as plt 

%matplotlib inline 

import numpy as Np 

from keras.preprocessing import image 

 

 

#GPU do Google 

 

print("Num GPUs Available: ", len(tf.config.list_physical_devices('GPU'))) 

 

#Diretórios das Pastas 

 

base_dir = '/content/drive/MyDrive/Dataset-Collab' 

train_dir = '/content/drive/MyDrive/Dataset-Collab/train' 

valid_dir = '/content/drive/MyDrive/Dataset-Collab/valid' 

 

#Tratamento das Imagens 

 

IMG_SHAPEx  = 150 

IMG_SHAPEy = 150 

batch_size = 2 

 

image_gen_train = ImageDataGenerator(rescale = 1./255) 

 

train_data_gen = image_gen_train.flow_from_directory(batch_size = batch_size,direct

ory = train_dir,shuffle= True,target_size = (IMG_SHAPEx,IMG_SHAPEy),class_mode = 'c

ategorical') 

 

image_generator_validation = ImageDataGenerator(rescale=1./255) 

 

val_data_gen = image_generator_validation.flow_from_directory(batch_size=batch_size

,directory=valid_dir,target_size=(IMG_SHAPEx, IMG_SHAPEy),class_mode='categorical') 
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#Download do Modelo VGG16 

 

pre_trained_model = tf.keras.applications.VGG16(input_shape=(150, 150, 3), include_

top=False, weights="imagenet") 

 
#Configuração das Camadas do Modelo 

 

for layer in pre_trained_model.layers: 

  layer.trainable = False 

   

for layer in pre_trained_model.layers[4:19]: 

  layer.trainable = True 

 

for i, layer in enumerate(pre_trained_model.layers): 

  print(i,layer.name,layer.trainable) 

 
#Criação da Rede do Modelo 

 

last_layer = pre_trained_model.get_layer('block5_pool') 

last_output = last_layer.output 

x = tf.keras.layers.GlobalMaxPooling2D()(last_output) 

x = tf.keras.layers.Dense(64, activation='relu')(x) 

x = tf.keras.layers.Dropout(0.25)(x) 

x = tf.keras.layers.Dense(512, activation='relu')(x) 

x = tf.keras.layers.Dropout(0.25)(x) 

x = tf.keras.layers.Dense(3, activation='softmax')(x) 

 
model = tf.keras.Model(pre_trained_model.input, x) 

 
opt=keras.optimizers.Adam(learning_rate=0.2) 

model.compile(optimizer=opt, loss=tf.keras.losses.categorical_crossentropy, metrics

=['accuracy']) 

 
print(model.summary()) 

 
#Treinamento da Rede 

 

checkpoint_path = '/content/drive/MyDrive/Dataset-Collab/Weights-VGG16/peso-VGG16' 

checkpoint_dir = os.path.dirname(checkpoint_path) 

 

# create a callback that saves the model's weights 

cp_callback = tf.keras.callbacks.ModelCheckpoint(filepath=checkpoint_path, 

                                                save_weights_only=True, 

                                                 verbose=1, save_best_only=True) 

 

# train the model with the new callback 

history=model.fit(train_data_gen,    

          epochs=100, validation_data=val_data_gen, 

          callbacks=[cp_callback])  # pass callback to training 
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plt.plot(history.history['accuracy']) 

plt.plot(history.history['val_accuracy']) 

plt.title('model accuracy') 

plt.ylabel('accuracy') 

plt.xlabel('epoch') 

plt.legend(['train', 'test'], loc='upper left') 

plt.show() 

 

plt.plot(history.history['loss']) 

plt.plot(history.history['val_loss']) 

plt.title('model Loss') 

plt.ylabel('accuracy') 

plt.xlabel('epoch') 

plt.legend(['Training Loss', 'Validation Loss'], loc='upper left') 

plt.show() 

 

result = model.evaluate(val_data_gen,batch_size=batch_size) 

print("test_loss, test accuracy", result) 
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ANEXO B – Código da Rede do Modelo ResNet50 

#Acesso ao Dataset presente no Google Drive 

 

from google.colab import drive 

drive.mount('/content/drive') 

 

#Importe das Bibliotecas 

 

import os 

import cv2 

from PIL import Image 

import tensorflow as tf 

from keras import backend as K 

from keras.models import load_model 

#from keras.preprocessing.image import img_to_array 

from tensorflow.keras.optimizers import Adam, RMSprop 

from tensorflow.keras.callbacks import ReduceLROnPlateau 

from tensorflow import keras 

from tensorflow.keras.preprocessing.image import ImageDataGenerator 

import cv2 

from keras.utils import np_utils 

from sklearn.metrics import classification_report 

import matplotlib.pyplot as plt 

%matplotlib inline 

import numpy as np 

import pandas as pd 

import numpy as np 

import os 

import keras 

import matplotlib.pyplot as plt 

from keras.layers import Dense, GlobalAveragePooling2D, Dropout, Flatten 

from tensorflow.keras.applications.resnet50 import ResNet50 

from keras.preprocessing import image 

from keras.preprocessing.image import ImageDataGenerator 

from keras.models import Model 

 

#GPU do Google 

 

print("Num GPUs Available: ", len(tf.config.list_physical_devices('GPU'))) 

 

#Diretórios das Pastas 

 

base_dir = '/content/drive/MyDrive/Dataset-Collab' 

train_dir = '/content/drive/MyDrive/Dataset-Collab/train' 

valid_dir = '/content/drive/MyDrive/Dataset-Collab/valid' 

 

#Tratamento das Imagens 

 

IMG_SHAPEx  = 150 

IMG_SHAPEy = 150 

batch_size = 2 

 

image_gen_train = ImageDataGenerator(rescale = 1./255) 
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train_data_gen = image_gen_train.flow_from_directory(batch_size = batch_size,direct

ory = train_dir,shuffle= True,target_size = (IMG_SHAPEx,IMG_SHAPEy),class_mode = 'c

ategorical') 

 

image_generator_validation = ImageDataGenerator(rescale=1./255) 

 

val_data_gen = image_generator_validation.flow_from_directory(batch_size=batch_size

,directory=valid_dir,target_size=(IMG_SHAPEx, IMG_SHAPEy),class_mode='categorical') 

 

#Download do Modelo ResNet50 

 

pre_trained_model = ResNet50 (input_shape=(150, 150, 3), include_top=False, weights

="imagenet") 

 

#Configuração das Camadas do Modelo 

 

for layer in pre_trained_model.layers: 

  layer.trainable = False 

   

for layer in pre_trained_model.layers[81:175]: 

  layer.trainable = True 

 

for i, layer in enumerate(pre_trained_model.layers): 

  print(i,layer.name,layer.trainable) 

 

#Criação da Rede do Modelo 

 

last_layer = pre_trained_model.get_layer('conv5_block3_out') 

last_output = last_layer.output 

x = tf.keras.layers.GlobalMaxPooling2D()(last_output) 

x = tf.keras.layers.Dense(512, activation='relu')(x) 

x = tf.keras.layers.Dropout(0.25)(x) 

x = tf.keras.layers.Dense(64, activation = 'relu')(x) 

x = tf.keras.layers.Dropout(0.5)(x) 

x = tf.keras.layers.Dense(3, activation = 'softmax')(x) 

 

model = tf.keras.Model(pre_trained_model.input, x) 

 

print(model.summary()) 

 

model.compile(optimizer='adam', loss=tf.keras.losses.categorical_crossentropy, metr

ics=['categorical_accuracy']) 

 

#Treinamento da Rede 

 

checkpoint_path = '/content/drive/MyDrive/Dataset-Collab/Weights-Resnet50/peso-

Resnet50' 

checkpoint_dir = os.path.dirname(checkpoint_path) 

 

# create a callback that saves the model's weights 

cp_callback = tf.keras.callbacks.ModelCheckpoint(filepath=checkpoint_path, 

                                                save_weights_only=True, 

                                                 verbose=1, save_best_only=True) 
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# train the model with the new callback 

history=model.fit(train_data_gen,    

          epochs=100, validation_data=val_data_gen, 

          callbacks=[cp_callback])  # pass callback to training 

 

plt.plot(history.history[ 'categorical_accuracy']) 

plt.plot(history.history['val_categorical_accuracy']) 

plt.title('model accuracy') 

plt.ylabel('accuracy') 

plt.xlabel('epoch') 

plt.legend(['train', 'test'], loc='upper left') 

plt.show() 

 

plt.plot(history.history['loss']) 

plt.plot(history.history['val_loss']) 

plt.title('model Loss') 

plt.ylabel('accuracy') 

plt.xlabel('epoch') 

plt.legend(['Training Loss', 'Validation Loss'], loc='upper left') 

plt.show() 

 

result = model.evaluate(val_data_gen,batch_size=batch_size) 

print("test_loss, test accuracy", result) 
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ANEXO C – Código da Rede do Modelo YoloV5 

# YOLOv5 🚀 by Ultralytics, GPL-3.0 license 

""" 

Train a YOLOv5 model on a custom dataset 

 

Usage: 

    $ python path/to/train.py --data coco128.yaml --weights yolov5s.pt --img 640 

""" 

import argparse 

import math 

import os 

import random 

import sys 

import time 

from copy import deepcopy 

from datetime import datetime 

from pathlib import Path 

import numpy as np 

import torch 

import torch.distributed as dist 

import torch.nn as nn 

import yaml 

from torch.cuda import amp 

from torch.nn.parallel import DistributedDataParallel as DDP 

from torch.optim import SGD, Adam, lr_scheduler 

from tqdm import tqdm 

 

FILE = Path(__file__).resolve() 

ROOT = FILE.parents[0]  # YOLOv5 root directory 

if str(ROOT) not in sys.path: 

    sys.path.append(str(ROOT))  # add ROOT to PATH 

ROOT = Path(os.path.relpath(ROOT, Path.cwd()))  # relative 

 

import val  # for end-of-epoch mAP 

from models.experimental import attempt_load 

from models.yolo import Model 

from utils.autoanchor import check_anchors 

from utils.autobatch import check_train_batch_size 

from utils.callbacks import Callbacks 

from utils.datasets import create_dataloader 

from utils.downloads import attempt_download 

from utils.general import (LOGGER, check_dataset, check_file, check_git_status, check_img_size, check_requirements, 

                           check_suffix, check_yaml, colorstr, get_latest_run, increment_path, init_seeds, 

                           intersect_dicts, labels_to_class_weights, labels_to_image_weights, methods, one_cycle, 

                           print_args, print_mutation, strip_optimizer) 

from utils.loggers import Loggers 

from utils.loggers.wandb.wandb_utils import check_wandb_resume 

from utils.loss import ComputeLoss 

from utils.metrics import fitness 

from utils.plots import plot_evolve, plot_labels 

from utils.torch_utils import EarlyStopping, ModelEMA, de_parallel, select_device, torch_distributed_zero_first 

 

LOCAL_RANK = int(os.getenv('LOCAL_RANK', -1))  # https://pytorch.org/docs/stable/elastic/run.html 

RANK = int(os.getenv('RANK', -1)) 

WORLD_SIZE = int(os.getenv('WORLD_SIZE', 1)) 
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def train(hyp,  # path/to/hyp.yaml or hyp dictionary 

          opt, 

          device, 

          callbacks 

          ): 

    save_dir, epochs, batch_size, weights, single_cls, evolve, data, cfg, resume, noval, nosave, workers, freeze, = \ 

        Path(opt.save_dir), opt.epochs, opt.batch_size, opt.weights, opt.single_cls, opt.evolve, opt.data, opt.cfg, \ 

        opt.resume, opt.noval, opt.nosave, opt.workers, opt.freeze 

 

    # Directories 

    w = save_dir / 'weights'  # weights dir 

    (w.parent if evolve else w).mkdir(parents=True, exist_ok=True)  # make dir 

    last, best = w / 'last.pt', w / 'best.pt' 

 

    # Hyperparameters 

    if isinstance(hyp, str): 

        with open(hyp, errors='ignore') as f: 

            hyp = yaml.safe_load(f)  # load hyps dict 

    LOGGER.info(colorstr('hyperparameters: ') + ', '.join(f'{k}={v}' for k, v in hyp.items())) 

 

    # Save run settings 

    if not evolve: 

        with open(save_dir / 'hyp.yaml', 'w') as f: 

            yaml.safe_dump(hyp, f, sort_keys=False) 

        with open(save_dir / 'opt.yaml', 'w') as f: 

            yaml.safe_dump(vars(opt), f, sort_keys=False) 

 

    # Loggers 

    data_dict = None 

    if RANK in [-1, 0]: 

        loggers = Loggers(save_dir, weights, opt, hyp, LOGGER)  # loggers instance 

        if loggers.wandb: 

            data_dict = loggers.wandb.data_dict 

            if resume: 

                weights, epochs, hyp = opt.weights, opt.epochs, opt.hyp 

 

        # Register actions 

        for k in methods(loggers): 

            callbacks.register_action(k, callback=getattr(loggers, k)) 

 

    # Config 

    plots = not evolve  # create plots 

    cuda = device.type != 'cpu' 

    init_seeds(1 + RANK) 

    with torch_distributed_zero_first(LOCAL_RANK): 

        data_dict = data_dict or check_dataset(data)  # check if None 

    train_path, val_path = data_dict['train'], data_dict['val'] 

    nc = 1 if single_cls else int(data_dict['nc'])  # number of classes 

    names = ['item'] if single_cls and len(data_dict['names']) != 1 else data_dict['names']  # class names 

    assert len(names) == nc, f'{len(names)} names found for nc={nc} dataset in {data}'  # check 

    is_coco = isinstance(val_path, str) and val_path.endswith('coco/val2017.txt')  # COCO dataset 
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    # Model 

    check_suffix(weights, '.pt')  # check weights 

    pretrained = weights.endswith('.pt') 

    if pretrained: 

        with torch_distributed_zero_first(LOCAL_RANK): 

            weights = attempt_download(weights)  # download if not found locally 

        ckpt = torch.load(weights, map_location=device)  # load checkpoint 

        model = Model(cfg or ckpt['model'].yaml, ch=3, nc=nc, anchors=hyp.get('anchors')).to(device)  # create 

        exclude = ['anchor'] if (cfg or hyp.get('anchors')) and not resume else []  # exclude keys 

        csd = ckpt['model'].float().state_dict()  # checkpoint state_dict as FP32 

        csd = intersect_dicts(csd, model.state_dict(), exclude=exclude)  # intersect 

        model.load_state_dict(csd, strict=False)  # load 

        LOGGER.info(f'Transferred {len(csd)}/{len(model.state_dict())} items from {weights}')  # report 

    else: 

        model = Model(cfg, ch=3, nc=nc, anchors=hyp.get('anchors')).to(device)  # create 

 

    # Freeze 

    freeze = [f'model.{x}.' for x in range(freeze)]  # layers to freeze 

    for k, v in model.named_parameters(): 

        v.requires_grad = True  # train all layers 

        if any(x in k for x in freeze): 

            LOGGER.info(f'freezing {k}') 

            v.requires_grad = False 

 

    # Image size 

    gs = max(int(model.stride.max()), 32)  # grid size (max stride) 

    imgsz = check_img_size(opt.imgsz, gs, floor=gs * 2)  # verify imgsz is gs-multiple 

 

    # Batch size 

    if RANK == -1 and batch_size == -1:  # single-GPU only, estimate best batch size 

        batch_size = check_train_batch_size(model, imgsz) 

 

    # Optimizer 

    nbs = 64  # nominal batch size 

    accumulate = max(round(nbs / batch_size), 1)  # accumulate loss before optimizing 

    hyp['weight_decay'] *= batch_size * accumulate / nbs  # scale weight_decay 

    LOGGER.info(f"Scaled weight_decay = {hyp['weight_decay']}") 

 

    g0, g1, g2 = [], [], []  # optimizer parameter groups 

    for v in model.modules(): 

        if hasattr(v, 'bias') and isinstance(v.bias, nn.Parameter):  # bias 

            g2.append(v.bias) 

        if isinstance(v, nn.BatchNorm2d):  # weight (no decay) 

            g0.append(v.weight) 

        elif hasattr(v, 'weight') and isinstance(v.weight, nn.Parameter):  # weight (with decay) 

            g1.append(v.weight) 

 

    if opt.adam: 

        optimizer = Adam(g0, lr=hyp['lr0'], betas=(hyp['momentum'], 0.999))  # adjust beta1 to momentum 

    else: 

        optimizer = SGD(g0, lr=hyp['lr0'], momentum=hyp['momentum'], nesterov=True) 

 

    optimizer.add_param_group({'params': g1, 'weight_decay': hyp['weight_decay']})  # add g1 with weight_decay 

    optimizer.add_param_group({'params': g2})  # add g2 (biases) 

    LOGGER.info(f"{colorstr('optimizer:')} {type(optimizer).__name__} with parameter groups " 

                f"{len(g0)} weight, {len(g1)} weight (no decay), {len(g2)} bias") 

    del g0, g1, g2 
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    # Scheduler 

    if opt.linear_lr: 

        lf = lambda x: (1 - x / (epochs - 1)) * (1.0 - hyp['lrf']) + hyp['lrf']  # linear 

    else: 

        lf = one_cycle(1, hyp['lrf'], epochs)  # cosine 1->hyp['lrf'] 

    scheduler = lr_scheduler.LambdaLR(optimizer, lr_lambda=lf)  # plot_lr_scheduler(optimizer, scheduler, epochs) 

 

    # EMA 

    ema = ModelEMA(model) if RANK in [-1, 0] else None 

 

    # Resume 

    start_epoch, best_fitness = 0, 0.0 

    if pretrained: 

        # Optimizer 

        if ckpt['optimizer'] is not None: 

            optimizer.load_state_dict(ckpt['optimizer']) 

            best_fitness = ckpt['best_fitness'] 

 

        # EMA 

        if ema and ckpt.get('ema'): 

            ema.ema.load_state_dict(ckpt['ema'].float().state_dict()) 

            ema.updates = ckpt['updates'] 

 

        # Epochs 

        start_epoch = ckpt['epoch'] + 1 

        if resume: 

            assert start_epoch > 0, f'{weights} training to {epochs} epochs is finished, nothing to resume.' 

        if epochs < start_epoch: 

            LOGGER.info(f"{weights} has been trained for {ckpt['epoch']} epochs. Fine-tuning for {epochs} more 

epochs.") 

            epochs += ckpt['epoch']  # finetune additional epochs 

 

        del ckpt, csd 

 

    # DP mode 

    if cuda and RANK == -1 and torch.cuda.device_count() > 1: 

        LOGGER.warning('WARNING: DP not recommended, use torch.distributed.run for best DDP Multi-GPU results.\n' 

                       'See Multi-GPU Tutorial at https://github.com/ultralytics/yolov5/issues/475 to get started.') 

        model = torch.nn.DataParallel(model) 

 

    # SyncBatchNorm 

    if opt.sync_bn and cuda and RANK != -1: 

        model = torch.nn.SyncBatchNorm.convert_sync_batchnorm(model).to(device) 

        LOGGER.info('Using SyncBatchNorm()') 

 

    # Trainloader 

    train_loader, dataset = create_dataloader(train_path, imgsz, batch_size // WORLD_SIZE, gs, single_cls, 

                                              hyp=hyp, augment=True, cache=opt.cache, rect=opt.rect, rank=LOCAL_RANK, 

                                              workers=workers, image_weights=opt.image_weights, quad=opt.quad, 

                                              prefix=colorstr('train: '), shuffle=True) 

    mlc = int(np.concatenate(dataset.labels, 0)[:, 0].max())  # max label class 

    nb = len(train_loader)  # number of batches 

    assert mlc < nc, f'Label class {mlc} exceeds nc={nc} in {data}. Possible class labels are 0-{nc - 1}' 
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    # Process 0 

    if RANK in [-1, 0]: 

        val_loader = create_dataloader(val_path, imgsz, batch_size // WORLD_SIZE * 2, gs, single_cls, 

                                       hyp=hyp, cache=None if noval else opt.cache, rect=True, rank=-1, 

                                       workers=workers, pad=0.5, 

                                       prefix=colorstr('val: '))[0] 

 

 

        if not resume: 

            labels = np.concatenate(dataset.labels, 0) 

            # c = torch.tensor(labels[:, 0])  # classes 

            # cf = torch.bincount(c.long(), minlength=nc) + 1.  # frequency 

            # model._initialize_biases(cf.to(device)) 

            if plots: 

                plot_labels(labels, names, save_dir) 

 

            # Anchors 

            if not opt.noautoanchor: 

                check_anchors(dataset, model=model, thr=hyp['anchor_t'], imgsz=imgsz) 

            model.half().float()  # pre-reduce anchor precision 

 

        callbacks.run('on_pretrain_routine_end') 

 

 

    # DDP mode 

    if cuda and RANK != -1: 

        model = DDP(model, device_ids=[LOCAL_RANK], output_device=LOCAL_RANK) 

 

 

    # Model attributes 

    nl = de_parallel(model).model[-1].nl  # number of detection layers (to scale hyps) 

    hyp['box'] *= 3 / nl  # scale to layers 

    hyp['cls'] *= nc / 80 * 3 / nl  # scale to classes and layers 

    hyp['obj'] *= (imgsz / 640) ** 2 * 3 / nl  # scale to image size and layers 

    hyp['label_smoothing'] = opt.label_smoothing 

    model.nc = nc  # attach number of classes to model 

    model.hyp = hyp  # attach hyperparameters to model 

    model.class_weights = labels_to_class_weights(dataset.labels, nc).to(device) * nc  # attach class weights 

    model.names = names 
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    # Start training 

    t0 = time.time() 

    nw = max(round(hyp['warmup_epochs'] * nb), 1000)  # number of warmup iterations, max(3 epochs, 1k iterations) 

    # nw = min(nw, (epochs - start_epoch) / 2 * nb)  # limit warmup to < 1/2 of training 

    last_opt_step = -1 

    maps = np.zeros(nc)  # mAP per class 

    results = (0, 0, 0, 0, 0, 0, 0)  # P, R, mAP@.5, mAP@.5-.95, val_loss(box, obj, cls) 

    scheduler.last_epoch = start_epoch - 1  # do not move 

    scaler = amp.GradScaler(enabled=cuda) 

    stopper = EarlyStopping(patience=opt.patience) 

    compute_loss = ComputeLoss(model)  # init loss class 

    LOGGER.info(f'Image sizes {imgsz} train, {imgsz} val\n' 

                f'Using {train_loader.num_workers * WORLD_SIZE} dataloader workers\n' 

                f"Logging results to {colorstr('bold', save_dir)}\n" 

                f'Starting training for {epochs} epochs...') 

    for epoch in range(start_epoch, epochs):  # epoch --------------------------------------------------------------- 

 

 

 

        model.train() 

 

        # Update image weights (optional, single-GPU only) 

        if opt.image_weights: 

            cw = model.class_weights.cpu().numpy() * (1 - maps) ** 2 / nc  # class weights 

            iw = labels_to_image_weights(dataset.labels, nc=nc, class_weights=cw)  # image weights 

            dataset.indices = random.choices(range(dataset.n), weights=iw, k=dataset.n)  # rand weighted idx 

 

 

        # Update mosaic border (optional) 

        # b = int(random.uniform(0.25 * imgsz, 0.75 * imgsz + gs) // gs * gs) 

        # dataset.mosaic_border = [b - imgsz, -b]  # height, width borders 

 

 

        mloss = torch.zeros(3, device=device)  # mean losses 

        if RANK != -1: 

            train_loader.sampler.set_epoch(epoch) 

        pbar = enumerate(train_loader) 

        LOGGER.info(('\n' + '%10s' * 7) % ('Epoch', 'gpu_mem', 'box', 'obj', 'cls', 'labels', 'img_size')) 

        if RANK in [-1, 0]: 

            pbar = tqdm(pbar, total=nb, bar_format='{l_bar}{bar:10}{r_bar}{bar:-10b}')  # progress bar 

        optimizer.zero_grad() 

        for i, (imgs, targets, paths, _) in pbar:  # batch ----------------------------------------------------------

--- 

            ni = i + nb * epoch  # number integrated batches (since train start) 

            imgs = imgs.to(device, non_blocking=True).float() / 255  # uint8 to float32, 0-255 to 0.0-1.0 

 

 

            # Warmup 

            if ni <= nw: 

                xi = [0, nw]  # x interp 

                # compute_loss.gr = np.interp(ni, xi, [0.0, 1.0])  # iou loss ratio (obj_loss = 1.0 or iou) 

                accumulate = max(1, np.interp(ni, xi, [1, nbs / batch_size]).round()) 

                for j, x in enumerate(optimizer.param_groups): 

                    # bias lr falls from 0.1 to lr0, all other lrs rise from 0.0 to lr0 

                    x['lr'] = np.interp(ni, xi, [hyp['warmup_bias_lr'] if j == 2 else 0.0, x['initial_lr'] * 

lf(epoch)]) 

                    if 'momentum' in x: 

                        x['momentum'] = np.interp(ni, xi, [hyp['warmup_momentum'], hyp['momentum']]) 
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            # Multi-scale 

            if opt.multi_scale: 

                sz = random.randrange(imgsz * 0.5, imgsz * 1.5 + gs) // gs * gs  # size 

                sf = sz / max(imgs.shape[2:])  # scale factor 

                if sf != 1: 

                    ns = [math.ceil(x * sf / gs) * gs for x in imgs.shape[2:]]  # new shape (stretched to gs-

multiple) 

                    imgs = nn.functional.interpolate(imgs, size=ns, mode='bilinear', align_corners=False) 

 

 

            # Forward 

            with amp.autocast(enabled=cuda): 

                pred = model(imgs)  # forward 

                loss, loss_items = compute_loss(pred, targets.to(device))  # loss scaled by batch_size 

                if RANK != -1: 

                    loss *= WORLD_SIZE  # gradient averaged between devices in DDP mode 

                if opt.quad: 

                    loss *= 4. 

 

 

            # Backward 

            scaler.scale(loss).backward() 

 

 

            # Optimize 

            if ni - last_opt_step >= accumulate: 

                scaler.step(optimizer)  # optimizer.step 

                scaler.update() 

                optimizer.zero_grad() 

                if ema: 

                    ema.update(model) 

                last_opt_step = ni 

 

 

            # Log 

            if RANK in [-1, 0]: 

                mloss = (mloss * i + loss_items) / (i + 1)  # update mean losses 

                mem = f'{torch.cuda.memory_reserved() / 1E9 if torch.cuda.is_available() else 0:.3g}G'  # (GB) 

                pbar.set_description(('%10s' * 2 + '%10.4g' * 5) % ( 

                    f'{epoch}/{epochs - 1}', mem, *mloss, targets.shape[0], imgs.shape[-1])) 

                callbacks.run('on_train_batch_end', ni, model, imgs, targets, paths, plots, opt.sync_bn) 

            # end batch ---------------------------------------------------------------------------------------------

--- 
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        # Scheduler 

        lr = [x['lr'] for x in optimizer.param_groups]  # for loggers 

        scheduler.step() 

 

        if RANK in [-1, 0]: 

            # mAP 

            callbacks.run('on_train_epoch_end', epoch=epoch) 

            ema.update_attr(model, include=['yaml', 'nc', 'hyp', 'names', 'stride', 'class_weights']) 

            final_epoch = (epoch + 1 == epochs) or stopper.possible_stop 

            if not noval or final_epoch:  # Calculate mAP 

                results, maps, _ = val.run(data_dict, 

                                           batch_size=batch_size // WORLD_SIZE * 2, 

                                           imgsz=imgsz, 

                                           model=ema.ema, 

                                           single_cls=single_cls, 

                                           dataloader=val_loader, 

                                           save_dir=save_dir, 

                                           plots=False, 

                                           callbacks=callbacks, 

                                           compute_loss=compute_loss) 

 

            # Update best mAP 

            fi = fitness(np.array(results).reshape(1, -1))  # weighted combination of [P, R, mAP@.5, mAP@.5-.95] 

            if fi > best_fitness: 

                best_fitness = fi 

            log_vals = list(mloss) + list(results) + lr 

            callbacks.run('on_fit_epoch_end', log_vals, epoch, best_fitness, fi) 

 

            # Save model 

            if (not nosave) or (final_epoch and not evolve):  # if save 

                ckpt = {'epoch': epoch, 

                        'best_fitness': best_fitness, 

                        'model': deepcopy(de_parallel(model)).half(), 

                        'ema': deepcopy(ema.ema).half(), 

                        'updates': ema.updates, 

                        'optimizer': optimizer.state_dict(), 

                        'wandb_id': loggers.wandb.wandb_run.id if loggers.wandb else None, 

                        'date': datetime.now().isoformat()} 

 

                # Save last, best and delete 

                torch.save(ckpt, last) 

                if best_fitness == fi: 

                    torch.save(ckpt, best) 

                if (epoch > 0) and (opt.save_period > 0) and (epoch % opt.save_period == 0): 

                    torch.save(ckpt, w / f'epoch{epoch}.pt') 

                del ckpt 

                callbacks.run('on_model_save', last, epoch, final_epoch, best_fitness, fi) 

 

            # Stop Single-GPU 

            if RANK == -1 and stopper(epoch=epoch, fitness=fi): 

                break 

 

            # Stop DDP TODO: known issues shttps://github.com/ultralytics/yolov5/pull/4576 

            # stop = stopper(epoch=epoch, fitness=fi) 

            # if RANK == 0: 

            #    dist.broadcast_object_list([stop], 0)  # broadcast 'stop' to all ranks 
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        # Stop DPP 

        # with torch_distributed_zero_first(RANK): 

        # if stop: 

        # break  # must break all DDP ranks 

 

        # end epoch ------------------------------------------------------------------------------------------------- 

        # end training ---------------------------------------------------------------------------------------------- 

 

    if RANK in [-1, 0]: 

        LOGGER.info(f'\n{epoch - start_epoch + 1} epochs completed in {(time.time() - t0) / 3600:.3f} hours.') 

        for f in last, best: 

            if f.exists(): 

                strip_optimizer(f)  # strip optimizers 

                if f is best: 

                    LOGGER.info(f'\nValidating {f}...') 

                    results, _, _ = val.run(data_dict, 

                                            batch_size=batch_size // WORLD_SIZE * 2, 

                                            imgsz=imgsz, 

                                            model=attempt_load(f, device).half(), 

                                            iou_thres=0.65 if is_coco else 0.60,  # best pycocotools results at 0.65 

                                            single_cls=single_cls, 

                                            dataloader=val_loader, 

                                            save_dir=save_dir, 

                                            save_json=is_coco, 

                                            verbose=True, 

                                            plots=True, 

                                            callbacks=callbacks, 

                                            compute_loss=compute_loss)  # val best model with plots 

 

                    if is_coco: 

                        callbacks.run('on_fit_epoch_end', list(mloss) + list(results) + lr, epoch, best_fitness, fi) 

 

        callbacks.run('on_train_end', last, best, plots, epoch, results) 

        LOGGER.info(f"Results saved to {colorstr('bold', save_dir)}") 

 

    torch.cuda.empty_cache() 

    return results 

 

def parse_opt(known=False): 

    parser = argparse.ArgumentParser() 

    parser.add_argument('--weights', type=str, default=ROOT / 'yolov5x6.pt', help='initial weights path') 

    parser.add_argument('--cfg', type=str, default='', help='model.yaml path') 

    parser.add_argument('--data', type=str, default=ROOT / 'data/coco128.yaml', help='dataset.yaml path') 

    parser.add_argument('--hyp', type=str, default=ROOT / 'data/hyps/hyp.scratch.yaml', help='hyperparameters path') 

    parser.add_argument('--epochs', type=int, default=300) 

    parser.add_argument('--batch-size', type=int, default=16, help='total batch size for all GPUs, -1 for autobatch') 

    parser.add_argument('--imgsz', '--img', '--img-size', type=int, default=640, help='train, val image size 

(pixels)') 

    parser.add_argument('--rect', action='store_true', help='rectangular training') 

    parser.add_argument('--resume', nargs='?', const=True, default=False, help='resume most recent training') 

    parser.add_argument('--nosave', action='store_true', help='only save final checkpoint') 

    parser.add_argument('--noval', action='store_true', help='only validate final epoch') 

    parser.add_argument('--noautoanchor', action='store_true', help='disable autoanchor check') 

    parser.add_argument('--evolve', type=int, nargs='?', const=300, help='evolve hyperparameters for x generations') 

    parser.add_argument('--bucket', type=str, default='', help='gsutil bucket') 

    parser.add_argument('--cache', type=str, nargs='?', const='ram', help='--cache images in "ram" (default) or 

"disk"') 



74 
 

    parser.add_argument('--image-weights', action='store_true', help='use weighted image selection for training') 

    parser.add_argument('--device', default='', help='cuda device, i.e. 0 or 0,1,2,3 or cpu') 

    parser.add_argument('--multi-scale', action='store_true', help='vary img-size +/- 50%%') 

    parser.add_argument('--single-cls', action='store_true', help='train multi-class data as single-class') 

    parser.add_argument('--adam', action='store_true', help='use torch.optim.Adam() optimizer') 

    parser.add_argument('--sync-bn', action='store_true', help='use SyncBatchNorm, only available in DDP mode') 

    parser.add_argument('--workers', type=int, default=8, help='max dataloader workers (per RANK in DDP mode)') 

    parser.add_argument('--project', default=ROOT / 'runs/train', help='save to project/name') 

    parser.add_argument('--name', default='exp', help='save to project/name') 

    parser.add_argument('--exist-ok', action='store_true', help='existing project/name ok, do not increment') 

    parser.add_argument('--quad', action='store_true', help='quad dataloader') 

    parser.add_argument('--linear-lr', action='store_true', help='linear LR') 

    parser.add_argument('--label-smoothing', type=float, default=0.0, help='Label smoothing epsilon') 

    parser.add_argument('--patience', type=int, default=100, help='EarlyStopping patience (epochs without 

improvement)') 

    parser.add_argument('--freeze', type=int, default=0, help='Number of layers to freeze. backbone=10, all=24') 

    parser.add_argument('--save-period', type=int, default=-1, help='Save checkpoint every x epochs (disabled if < 

1)') 

    parser.add_argument('--local_rank', type=int, default=-1, help='DDP parameter, do not modify') 

 

    # Weights & Biases arguments 

    parser.add_argument('--entity', default=None, help='W&B: Entity') 

    parser.add_argument('--upload_dataset', nargs='?', const=True, default=False, help='W&B: Upload data, "val" 

option') 

    parser.add_argument('--bbox_interval', type=int, default=-1, help='W&B: Set bounding-box image logging interval') 

    parser.add_argument('--artifact_alias', type=str, default='latest', help='W&B: Version of dataset artifact to 

use') 

 

    opt = parser.parse_known_args()[0] if known else parser.parse_args() 

    return opt 

 

def main(opt, callbacks=Callbacks()): 

    # Checks 

    if RANK in [-1, 0]: 

        print_args(FILE.stem, opt) 

        check_git_status() 

        check_requirements(exclude=['thop']) 

 

    # Resume 

    if opt.resume and not check_wandb_resume(opt) and not opt.evolve:  # resume an interrupted run 

        ckpt = opt.resume if isinstance(opt.resume, str) else get_latest_run()  # specified or most recent path 

        assert os.path.isfile(ckpt), 'ERROR: --resume checkpoint does not exist' 

        with open(Path(ckpt).parent.parent / 'opt.yaml', errors='ignore') as f: 

            opt = argparse.Namespace(**yaml.safe_load(f))  # replace 

        opt.cfg, opt.weights, opt.resume = '', ckpt, True  # reinstate 

        LOGGER.info(f'Resuming training from {ckpt}') 

    else: 

        opt.data, opt.cfg, opt.hyp, opt.weights, opt.project = \ 

            check_file(opt.data), check_yaml(opt.cfg), check_yaml(opt.hyp), str(opt.weights), str(opt.project)  # 

checks 

        assert len(opt.cfg) or len(opt.weights), 'either --cfg or --weights must be specified' 

        if opt.evolve: 

            opt.project = str(ROOT / 'runs/evolve') 

            opt.exist_ok, opt.resume = opt.resume, False  # pass resume to exist_ok and disable resume 

        opt.save_dir = str(increment_path(Path(opt.project) / opt.name, exist_ok=opt.exist_ok)) 

 

    # DDP mode 
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    device = select_device(opt.device, batch_size=opt.batch_size) 

    if LOCAL_RANK != -1: 

        assert torch.cuda.device_count() > LOCAL_RANK, 'insufficient CUDA devices for DDP command' 

        assert opt.batch_size % WORLD_SIZE == 0, '--batch-size must be multiple of CUDA device count' 

        assert not opt.image_weights, '--image-weights argument is not compatible with DDP training' 

        assert not opt.evolve, '--evolve argument is not compatible with DDP training' 

        torch.cuda.set_device(LOCAL_RANK) 

        device = torch.device('cuda', LOCAL_RANK) 

        dist.init_process_group(backend="nccl" if dist.is_nccl_available() else "gloo") 

 

    # Train 

    if not opt.evolve: 

        train(opt.hyp, opt, device, callbacks) 

        if WORLD_SIZE > 1 and RANK == 0: 

            LOGGER.info('Destroying process group... ') 

            dist.destroy_process_group() 

 

    # Evolve hyperparameters (optional) 

    else: 

        # Hyperparameter evolution metadata (mutation scale 0-1, lower_limit, upper_limit) 

        meta = {'lr0': (1, 1e-5, 1e-1),  # initial learning rate (SGD=1E-2, Adam=1E-3) 

                'lrf': (1, 0.01, 1.0),  # final OneCycleLR learning rate (lr0 * lrf) 

                'momentum': (0.3, 0.6, 0.98),  # SGD momentum/Adam beta1 

                'weight_decay': (1, 0.0, 0.001),  # optimizer weight decay 

                'warmup_epochs': (1, 0.0, 5.0),  # warmup epochs (fractions ok) 

                'warmup_momentum': (1, 0.0, 0.95),  # warmup initial momentum 

                'warmup_bias_lr': (1, 0.0, 0.2),  # warmup initial bias lr 

                'box': (1, 0.02, 0.2),  # box loss gain 

                'cls': (1, 0.2, 4.0),  # cls loss gain 

                'cls_pw': (1, 0.5, 2.0),  # cls BCELoss positive_weight 

                'obj': (1, 0.2, 4.0),  # obj loss gain (scale with pixels) 

                'obj_pw': (1, 0.5, 2.0),  # obj BCELoss positive_weight 

                'iou_t': (0, 0.1, 0.7),  # IoU training threshold 

                'anchor_t': (1, 2.0, 8.0),  # anchor-multiple threshold 

                'anchors': (2, 2.0, 10.0),  # anchors per output grid (0 to ignore) 

                'fl_gamma': (0, 0.0, 2.0),  # focal loss gamma (efficientDet default gamma=1.5) 

                'hsv_h': (1, 0.0, 0.1),  # image HSV-Hue augmentation (fraction) 

                'hsv_s': (1, 0.0, 0.9),  # image HSV-Saturation augmentation (fraction) 

                'hsv_v': (1, 0.0, 0.9),  # image HSV-Value augmentation (fraction) 

                'degrees': (1, 0.0, 45.0),  # image rotation (+/- deg) 

                'translate': (1, 0.0, 0.9),  # image translation (+/- fraction) 

                'scale': (1, 0.0, 0.9),  # image scale (+/- gain) 

                'shear': (1, 0.0, 10.0),  # image shear (+/- deg) 

                'perspective': (0, 0.0, 0.001),  # image perspective (+/- fraction), range 0-0.001 

                'flipud': (1, 0.0, 1.0),  # image flip up-down (probability) 

                'fliplr': (0, 0.0, 1.0),  # image flip left-right (probability) 

                'mosaic': (1, 0.0, 1.0),  # image mixup (probability) 

                'mixup': (1, 0.0, 1.0),  # image mixup (probability) 

                'copy_paste': (1, 0.0, 1.0)}  # segment copy-paste (probability) 

 

        with open(opt.hyp, errors='ignore') as f: 

            hyp = yaml.safe_load(f)  # load hyps dict 

            if 'anchors' not in hyp:  # anchors commented in hyp.yaml 

                hyp['anchors'] = 3 

        opt.noval, opt.nosave, save_dir = True, True, Path(opt.save_dir)  # only val/save final epoch 

        # ei = [isinstance(x, (int, float)) for x in hyp.values()]  # evolvable indices 

        evolve_yaml, evolve_csv = save_dir / 'hyp_evolve.yaml', save_dir / 'evolve.csv' 

        if opt.bucket: 
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            os.system(f'gsutil cp gs://{opt.bucket}/evolve.csv {save_dir}')  # download evolve.csv if exists 

 

        for _ in range(opt.evolve):  # generations to evolve 

            if evolve_csv.exists():  # if evolve.csv exists: select best hyps and mutate 

                # Select parent(s) 

                parent = 'single'  # parent selection method: 'single' or 'weighted' 

                x = np.loadtxt(evolve_csv, ndmin=2, delimiter=',', skiprows=1) 

                n = min(5, len(x))  # number of previous results to consider 

                x = x[np.argsort(-fitness(x))][:n]  # top n mutations 

                w = fitness(x) - fitness(x).min() + 1E-6  # weights (sum > 0) 

                if parent == 'single' or len(x) == 1: 

                    # x = x[random.randint(0, n - 1)]  # random selection 

                    x = x[random.choices(range(n), weights=w)[0]]  # weighted selection 

                elif parent == 'weighted': 

                    x = (x * w.reshape(n, 1)).sum(0) / w.sum()  # weighted combination 

 

                # Mutate 

                mp, s = 0.8, 0.2  # mutation probability, sigma 

                npr = np.random 

                npr.seed(int(time.time())) 

                g = np.array([meta[k][0] for k in hyp.keys()])  # gains 0-1 

                ng = len(meta) 

                v = np.ones(ng) 

                while all(v == 1):  # mutate until a change occurs (prevent duplicates) 

                    v = (g * (npr.random(ng) < mp) * npr.randn(ng) * npr.random() * s + 1).clip(0.3, 3.0) 

                for i, k in enumerate(hyp.keys()):  # plt.hist(v.ravel(), 300) 

                    hyp[k] = float(x[i + 7] * v[i])  # mutate 

 

            # Constrain to limits 

            for k, v in meta.items(): 

                hyp[k] = max(hyp[k], v[1])  # lower limit 

                hyp[k] = min(hyp[k], v[2])  # upper limit 

                hyp[k] = round(hyp[k], 5)  # significant digits 

 

            # Train mutation 

            results = train(hyp.copy(), opt, device, callbacks) 

 

            # Write mutation results 

            print_mutation(results, hyp.copy(), save_dir, opt.bucket) 

 

        # Plot results 

        plot_evolve(evolve_csv) 

        LOGGER.info(f'Hyperparameter evolution finished\n' 

                    f"Results saved to {colorstr('bold', save_dir)}\n" 

                    f'Use best hyperparameters example: $ python train.py --hyp {evolve_yaml}') 

 

def run(**kwargs): 

    # Usage: import train; train.run(data='coco128.yaml', imgsz=320, weights='yolov5m.pt') 

    opt = parse_opt(True) 

    for k, v in kwargs.items(): 

        setattr(opt, k, v) 

    main(opt) 

 

if __name__ == "__main__": 

    opt = parse_opt() 

    main(opt) 


